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[bookmark: _Toc167293464]Введение
	Множество сфер деятельности человека претерпело упрощение и автоматизацию с развитием информационных технологий. Вычислительные мощности современных аппаратных средств позволяют решать многие задачи, которые долгое время казались неподъёмными.
	К примеру, технологии компьютерного зрения позволяют автоматизировать анализ графической информации на изображениях или видео, извлекая ключевую информацию. 
	Компьютерное зрение находит применение во многих областях. В их число входят промышленность, сельское хозяйство, медицина, умные автомобили. Автоматический контроль качества, анализ медицинских фотоснимков, обнаружение насекомых-вредителей, автоматическое управление автомобилем по сложной городской среде – решение данных задач и многих других затруднительно без компьютерного зрения. 
	Направлением схожей важности является обработка естественного языка, общими задачами которого являются: распознавание речи, анализ текста, генерирование текста и синтез речи. Задачи часто рассматриваются в комбинации: например, для машинного перевода необходимо анализировать текст на одном языке и генерировать текст на другом.
	Наиболее сложными являются проблемы, подразумевающие разрешение обоих задач в совокупности. Одной из таких проблем является восстановление кода на языке разметки LaTeX по заданному изображению математического выражения. Большинство современных подходов для разрешения поставленной задачи применяют алгоритмы машинного обучения. В частности, применяются искусственные нейронные сети.


[bookmark: _Toc167293465]Постановка задачи
Рассматривается задача восстановления кода разметки на LaTeX по заданному изображению формулы, воспроизводящего изначальное выражение наиболее точным образом. Формально, необходимо по заданному изображению печатной математической формулы определить последовательность символов, являющуюся, во-первых, корректной с точки зрения языка разметки LaTeX и, во-вторых, доставляющей наибольшую семантическую и визуальную схожесть с формулой на исходном изображении.
Целью данной работы является анализ существующих решений и разработка системы для решения поставленной задачи.
[bookmark: _Toc167293466]Обзор литературы и существующих решений
	 Ввиду того, что подавляющее большинство исследователей в машинном обучении использует фреймворк PyTorch [1], практическое руководство для которого можно найти в книге [2].  В ней подробно описаны фундаментальный метод машинного обучения и его практического реализация с помощью фреймворка PyTorch. Подробно рассмотрены векторизация данных, градиентный спуск, загрузка и аугментация набора данных для обучения, некоторые основные архитектуры нейронных сетей, в том числе свёрточные нейронные сети (Convolutional Neural Networks, CNN) и их применение для обнаружения рака лёгких на медицинских снимках (задачи классификации и сегментации).
	В вводном онлайн-курсе [3] описан практический подход и необходимая теоретическая база для обработки естественного текста. Описан процесс векторизации текста, модели рекуррентной сети (Recurrent Neural Network, RNN) и трансформера.
	В статье [4] предлагается модификация рекуррентных нейронных сетей для улучшения их обучаемости и борьбы с затухающими градиентами. 
	В статье [5] предлагается механизм Self-Attention и использующая его архитектура Transformer для машинного перевода. Авторы статьи показывают, как предложенная архитектура достигает значительно более качественного перевода при меньших затратах на обучение нейронной сети. 
	Авторы статьи [6] предлагают новую архитектуру, основанную на Transformer из [5], которая превосходит по качеству лучшую на тот момент модель ResNet [7]. 
	В статье [8] представлена архитектура GIT (Generative Image-to-text Transformer), сочетающая в себе прямолинейным образом два модуля: Decoder блок Transformer с минимальными изменениями для генерации текста и визуально-языковую модель, представляющую из себя модификацию ViT. Отличительной особенностью является простота GIT и установление новых лучших значений метрик (CIDEr [9]) на бенчмарках для задач из разных областей (Image captioning, Image QA, Video Captioning, Text Recognition), связывающих изображения и текст.
	Схожая архитектура описана в статье [10], где была рассмотрена задача распознавания текста на заданном изображении. Предлагаемая архитектура TrOCR является относительно простой и универсальной, сочетая в себе предобученные ViT из [8] и Decoder из [5]. Относительная простота и малое количество предположений о входных данных позволяет перенести описанный подход с задачи распознавания текста на задачу восстановления кода разметки с малым количеством изменений.
	Среди существующих решений для непосредственно поставленной задачи, в [11] описывается архитектура нейронной сети, состоящей из CNN для извлечения признаков, и двух LSTM [4]: кодировщика и декодировщика. Кроме того, в [11] предоставляется набор изображений im2latex-100k с соответствующей разметкой на LaTeX. Данный набор данных используется в большой части дальнейших работ в качестве набора как для обучения, так и в качестве набора-бенчмарка.
	Открытая практическая реализация [12] нейронной сети, по своей сути схожей с GIT и TrOCR достигает значений метрик близких к таковым, полученным в [11]. Данная модель обучена на расширенном наборе данных, именуемым в данном разделе и далее pix2latex, сочетающем в себе im2latex-100k и данные, полученные путём веб-скрейпинга таких сайтов, как Wikipedia и arXiv.

[bookmark: _Toc167293467]Определения, основные понятия и сокращения
Нейронная сеть (Искусственная нейронная сеть) — математическая и вычислительная модель, представляющая собой параметрическую функцию (как правило, непрерывно дифференцируемую), предназначенную для аппроксимации некоторого соответствия, определяемого обучающим набором данных. 
Обучение нейронной сети — процесс подбора параметров нейронной сети для минимизации некоторой наперёд заданной функции ошибки на обучающей выборке.
Архитектура нейронной сети — конфигурация и организация нейронной сети с высокоуровневой точки зрения.
Мультимодальность — свойство математической модели (в рамках данной работы, нейросетевой), означающее способность комбинировать информацию в разной форме (в рамках данной работы — графической и текстовой) для её сопоставления, анализа и синтеза.
Описание изображений (Image captioning) — задача по заданному изображению сгенерировать логически связанный и грамматически корректный текст, кратко и корректно описывающий содержание заданного изображения (действующих лиц, их взаимосвязь и действия).
GPU (Graphical Processing Unit) — графический процессор, способный в параллельном режиме эффективно производить большое количество вычислений.
TPU (Tensor Processing Unit) — тензорный процессор. Специализированный процессор под задачи просчёта искусственных нейронных сетей, разработанный компанией Google.
BLEU (Bilingual Evaluation Understudy [13]) — метрика для оценки качества машинного перевода.
ED (Edit distance, расстояние Левенштейна) — метрика для оценки качества машинного перевода.
FLOPs (Floating Point Operations) — количество арифметических операций над числами с плавающей запятой.
Токен (Token) — фрагмент текста (обычно слово или часть слова), на который разбивается текст для более удобной обработки.
Эмбеддинг (Embedding, встраивание) — способ сопоставления целому дискретному значению точки в евклидовом пространстве (то есть, вектора вещественных чисел).
Размер контекста языковой модели — максимальное количество токенов, учитываемых моделью при анализе или синтезе текста. Рекуррентные нейронные сети теоретически имеют неограниченный размер контекста, в то время как размер контекста трансформеров ограничен на уровне архитектуры.

[bookmark: _Toc167293468]Глава 1. Методы генерации разметки по изображению
[bookmark: _Toc167293469]1.1. Метрики в задаче генерации разметки
Здесь и далее под словом из последовательности понимается токен. Для оценки качества сгенерированной разметки рассматриваются две метрики, часто применяемые для оценки качества полученных последовательностей в задачах машинного перевода и генерации описаний изображений (image captioning): BLEU и Edit Distance.
BLEU (BiLingual Evaluation Understudy) — метрика, основанная на подсчёте слов (unigrams) и словосочетаний (n-grams, далее n-грамма) из предсказанной последовательности, также встречающихся в эталоне. Формально, BLEU выражается следующей формулой:

, где


Здесь приняты следующие обозначения: 
· output-length и reference-length — длины предсказанной последовательности и наиболее близкой по длине целевой последовательности;
·  и  — количество i-грамм в предсказании, также существующих в целевой последовательности, и количество i-грамм в целевой последовательности соответственно;
·  — количество i-грамм в предсказанной последовательности.
Таким образом, оценка BLEU состоит из двух множителей: штрафа краткости и пересечения n-грамм между предсказанной и целевой последовательностями.
Поскольку значение BLEU сильно зависит от набора данных, все модели оцениваются на одном и том же наборе данных: тестовом подмножестве набора данных im2latex-100k.
Edit Distance (ED, расстояние Левенштейна) — минимальное количество допустимых преобразований над предсказанной последовательностью, необходимых для получения целевой последовательности. Допустимыми преобразованиями являются: вставка токена, удаление токена и замена токена. Как правило, рассматривается нормированное расстояние, полученное из исходного делением на количество токенов.


[bookmark: _Toc167293470]1.2. Нейронные сети. CNN, LSTM и Attention
В задачах компьютерного зрения часто прибегают к использованию нейронных сетей. В частности, применяются свёрточные нейронные сети (convolutional neural networks, CNN) для извлечения признаков и распознавания образов. С другой стороны, для моделирования и обработки последовательностей применяются рекуррентные нейронные сети (recurrent neural networks, RNN).  Поскольку генерация разметки по изображению представляет собой пересечение этих двух областей, применяются составные архитектуры, сочетающие в себе предварительное извлечение особенностей при помощи свёрточных нейронных сетей, трансформацию полученных признаков в последовательность с дальнейшим преобразованием последовательности признаков в последовательность токенов, являющейся результатом работы нейронной сети.
Другими словами, рассматривается задача машинного перевода некоторой преобразованной последовательности визуальных токенов в последовательность текстовых токенов, откуда следует сильная схожесть между моделями для машинного перевода и моделями для генерации разметки.
Поскольку поставленная задача является по определению пошаговой, для улучшения качества предсказаний применяют разновидности механизма Attention, который по своей сути, в зависимости от уже сгенерированных токенов (контекста) и признаков изображения, определяет текущее окно интереса предсказания следующего токена.
	Одной из наиболее успешных нейронных моделей является im2markup. Она имеет следующие схему работы:
1. Извлечение карт признаков при помощи свёрточной нейронной сети.
2. Кодирование каждого ряда карт признаков при помощи двунаправленной LSTM, что позволяет неявным образом сохранить информацию о позиции каждого входного вектора.
3. Применение механизма Attention и декодирование при помощи LSTM.
На тестовом множестве im2latex-100k данная достигает значение BLEU 87.73, однако имеет существенные проблемы на изображениях вне обучающей выборки. Кроме того, для моделирования последовательностей применяется рекуррентная архитектура, которая была превзойдена во многих сферах архитектурой Transformer.


[bookmark: _Toc167293471]1.3. Нейронные сети. CNN, Transformer и Self-Attention
	Более современные модели ([5], [6], [8], [10], [12]), относящиеся к обработке или генерации последовательностей, в большей части случаев применяют архитектуру Transformer как для обработки последовательностей и изображений, так и для генерации последовательностей. Однако общая структура сети остаётся неизменной: предобработка при помощи CNN и кодирование-декодирование в стиле машинного перевода при помощи кодировщика и декодировщика. Задача получения разметки по изображению очень близка к задаче генерации описаний изображений [10], где применение трансформеров принесло значительное улучшение качества работы.
[bookmark: _Toc154345758][bookmark: _Toc167293472][bookmark: _Toc154345760]Глава 2. Основные компоненты
[bookmark: _Toc167293473]2.1. Трансформер и механизм Self-Attention
Многие проблемы рекуррентных нейронных сетей удалось решить авторам [5] с помощью принципиально другого подхода: механизма Self-Attention (далее просто Attention) и архитектуры Transformer, которая её использует. 
Изначальная задача, рассматриваемая авторами [5], заключалась в машинном переводе с одного языка на другой. Согласно результатам вычислительных экспериментов (переводов английский-немецкий и английский-французский), предложенная архитектура превзошла по качеству (согласно метрике BLEU) лучшее на момент публикации решение, затратив при этом на 2-3 порядка меньше вычислительных ресурсов для обучения (согласно метрике FLOPs).
Архитектура предложенной нейронной сети изображена на (рис. 1). Как и множество других архитектур для машинного перевода, трансформер состоит из кодировщика (Encoder) и декодировщика (Decoder). В качестве входных данных для кодировщика подаются встроенные токены, представляющие из себя векторы вещественных чисел. На вход серии блоков кодировщика подаются встроенные токены текста, который нужно перевести, а входными данными для серии блоков декодировщика являются встроенные токены уже сгенерированного на данный момент перевода. Каждый блок декодировщика соединён с соответствующим блоком кодировщика согласно (рис. 1).
[image: ]
Рис. 1: Архитектура нейронной сети Transformer в оригинальной статье Attention is All You Need [5]. Слева изображён Encoder, справа Decoder

	Прямоугольниками обозначены слои нейронной сети. Нововведением являются слои Multi-Head Attention, изображённые на схеме оранжевыми прямоугольниками. На (рис. 2) справа схематически показано устройство этих слоёв, а на рисунке слева изображена реализация механизма Attention посредством следующих действий: матричного умножения (слой MatMul), поэлементного умножения на константу (слой Scale), применения маски (замена некоторых элементов полученной матрицы на , применения функции  и умножения на матрицу . Матрицы  являются выходными данными линейных слоёв, применённых к матрице встроенных токенов, где в каждой строке хранится соответствующий embedding токена.
	Интуитивно понимать механизм Attention можно следующим образом. К матрице встроенных токенов применяется три линейных слоя: слой Query, слой Key и слой Value, применение которых даёт три матрицы, полученных на основе входных токенов: . Матрица Q хранит запросы, к которым чувствителен данный токен, K — сжатый смысл каждого токена, согласно данным запросам Q. Произведение  хранит в себе матрицу скалярных произведений каждого запроса на каждый ключ. За счёт этого между токенами происходит «коммуникация». Поскольку декодировщик отвечает за генерацию текста, то для генерации токена  могут быть использованы только предшествующие токены, и потому результаты коммуникации между токеном  удаляются. Эту функцию выполняет слой Mask, отсутствующий в блоках кодировщика. Далее они нормируются с помощью функции  и взвешиваются с помощью матричного умножения на V.
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Рис. 2: Механизмы Attention и Multi-Head Attention из статьи [5]

	Таким образом, можно полагать, что результатом работы механизма Attention является взвешенная смысловая взаимосвязь. Собрав данный механизм в слой Head и скомбинировав несколько слоёв Head в слой Multi-Head Attention, брав для каждого Attention свои матрицы Query, Key и Value, получается анализ набора токенов с разных логических ракурсов для разных слоёв Head. Можно сказать, что Multi-Head Attention извлекает смысл и значимость токенов относительно друг друга, в то время как последующие линейные слои, обозначенные на (рис. 1) синим цветом, выполняют вычислительную и интерпретирующую роль, храня таким образом в себе большую часть знаний. Такое интуитивное понимание согласуется с нахождением большей доли параметров в указанных выше синих линейных слоях. 
	Слои «Add & Norm» содержат в себе алгоритм нормализации относительно слоёв и технику, называемую «остаточные соединения» (в англ. литературе Residual Connections), которые значительно улучшают обучаемость глубоких нейронных сетей.
	Стоит также отметить, что неявная информация об упорядоченности токенов теряется, поэтому в архитектуре Transformer она добавляется явным образом: к каждому встроенному вектору токена прибавляется вектор позиции, соответствующий номеру данного токена во входной последовательности. Таким образом, вводятся два embedding пространства: одно для токена, и одно для его номера в последовательности.
	На практике оказывается, что архитектура трансформеров очень хорошо поддаётся обучению с помощью градиентного спуска за счёт применения легко параллелизуемых операций, о чём свидетельствует понижение требуемых ресурсов для обучения на 2-3 порядка в исследовании [5].
[bookmark: _Toc154345762]	В дальнейшем будут рассматриваться отдельно серия блоков кодировщика и серия блоков декодировщика для задач извлечения вектора признаков из текста и генерации нового текста соответственно.


[bookmark: _Toc167293474]2.2. Свёрточная нейронная сеть
	Свёрточная нейронная сеть (Convolutional Neural Network, CNN) является классическим и широко распространённым инструментом в задачах компьютерного зрения. 
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Рис. 3: Пример свёртки для одной карты признаков, одного фильтра (ядра) и размера шага (stride) единица

Основная идея свёрточной нейронной сети заключается в применении операции дискретной свёртки с заданным тензором фильтров. На (рис. 3) изображён пример вычисления алгоритма свёртки для одного фильтра размера 3 и квадратного входного изображения с одним каналом (например, чёрно-белое изображение), где в каждом элементе матрицы записана интенсивность цвета соответствующего пикселя. Последовательно рассматриваются фрагменты изображения размера, совпадающие с размером фильтра (в данном случае 3), применяется поэлементное умножение значений в данной сегменте (на рисунке выделено синим) и сложением полученных произведений. Результат записывается в выходной тензор (в данном случае им является квадратная матрица размера 4). Каждый раз окно, в котором рассматривается фрагмент, сдвигается на длину шага (в рассматриваемом случае единицу) слева направо и сверху вниз. Снова применяется фильтр. Описанная процедура повторяется до тех пор, пока окном не пройден весь входной тензор карт признаков (на (рис. 3) это матрица Input).
Важными свойствами операции свёртки является её инвариантность к операции параллельного переноса и небольшое количество параметров за счёт повторного использования одних и тех же фильтров для всего изображения. В контексте архитектуры нейронных сетей, под свёрточным слоем подразумевают именно эту операцию свёртки.


[bookmark: _Toc167293475]2.3. Трансформер для классификации изображений
	Эмпирически установлено [6], что простейшая экстраполяция архитектуры Transformer на задачу классификации изображений доставляет рекордные результаты на различных базах изображений при меньших вычислениях. На (рис. 4) изображены средние значения точности классификации. Для каждой модели был произведён процесс дообучения (Fine-Tuning), вычислительное время которого указано в последний строке таблицы на (рис. 4), взятой из [6].
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Рис. 4: Сравнение точности (accuracy) на различных наборах изображений в задаче классификации архитектур ViT, ResNet и EfficientNet

	Классификация в архитектуре Vision Transformer (ViT), изображённой на (рис. 5), разделяется на несколько этапов:
1. Разбиение входного изображения на сегменты размером 16 на 16.
2. Прибавление к каждому сегменту встроенных тензоров позиций (настраиваемых во время процесса обучения).
3. «Вытягивание» полученных тензоров в векторы и линейная проекция этих векторов (то есть применение линейного слоя к этим векторам).
4. Вставка в нулевую позицию последовательности токена «классификации».
5. Преобразование спроецированных векторов с помощью кодировщика архитектуры Transformer. В ходе преобразования модифицируется эмбеддинги всех токенов, в том числе токен классификации.
6. Отображение вектора классификации в пространство размерности, совпадающей с количеством классов и применением функции  для получения результирующих вероятностей.
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Рис. 5: Архитектура нейросети Vision Transformer

	С высокоуровневой точки зрения можно полагать, что «вытянутые» векторы представляют из себя встроенные визуальные токены, которые с помощью кодировщика архитектуры Transformer анализируются и преобразуются в сжатый вектор признаков. 
	Также был предложен гибридный подход, подразумевающий применение CNN для предобработки изображения. В данном случае, по входному изображению создаются карты особенностей, которые нарезаются на патчи вместо изначального изображения. Такая дополнительная обработка улучшает точность для моделей с меньшим количеством параметров; однако для большой версии модели разница в метриках отсутствует (рис. 6).
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Рис. 6: Сравнение точности для архитектур ViT, ResNet (BiT) и гибридного варианта


[bookmark: _Toc167293476]2.4. Трансформер для OCR
	В силу схожести природы, поставленной задачи восстановления кода разметки по заданному изображения математического выражения и задачи распознавания естественного текста, стоит рассмотреть нейронную сеть, добивающуюся рекордных значений метрик на задачах оптического распознавания текста TrOCR [10] (Transformer-based Optical Character Recognition). 
	Предложенная модель представляет из себя трансформер, состоящий из кодировщика и декодировщика, где кодировщик почти полностью совпадает с таковым из ViT, а декодировщик взят из [5] без изменений. Таким образом, полученная архитектура очень схожа с оригинальной архитектурой из [5], где последняя была применена для машинного перевода. С некоторой точки зрения, поставленная задача распознавания текста по изображению в статье [10] тоже трактуется как задача машинного перевода, где изначальной последовательностью является последовательность патчей, а целевой последовательностью является последовательностью слов на естественном языке. Архитектура TrOCR изображена на (рис. 7).
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Рис. 7: Архитектура TrOCR. Слева схематически изображён кодировщик, справа декодировщик

 	Распознавание изображения происходит по аналогичному ViT алгоритму, однако в данном случае отсутствует токен классификации — преобразованная последовательность закодированных токенов не отбрасывается, а трактуется как входная для слоёв Cross Attention в декодировщике, ровно так же, как это сделано в задаче машинного перевода в [5]. Таким образом, изображение один раз преобразовано в последовательность закодированных токенов, которая последовательно подаётся на вход декодировщику для генерации выходной последовательности токенов в авторегрессивном стиле.
	Авторы [10] рассуждают, что возможным обоснованием большего значения метрик у полученной архитектуры, основанной на трансформерах и механизме Attention, является отсутствие локальной предвзятости и своей глобальной природы механизма Attention. В отличие от свёрточных нейронных сетей, анализирующих изображения с помощью фильтров и передвигающегося окна, механизм Attention позволяет сопоставлять фрагменты изображения в произвольных позициях: всем визуальным токенам сопоставляются все визуальные токены, вне зависимости от их расположения на картинке.
[bookmark: _Toc167293477]Глава 3. Данные
[bookmark: _Toc167293478]3.1. Набор данных и их предобработка 
В качестве набора данных для обучения выбран набор pix2latex, представляющий собой расширение im2latex-100k, объединённый с формулами, полученными путём веб-скрейпинга веб страниц, в основном включая arXiv и Wikipedia. Вычисление конечных метрик BLEU и ED выполняется на тестовом подмножестве im2latex-100k в виде того факта, что базовая модель [11] и существующая модель, основанная на архитектуре трансформер [12], были оценены на этом наборе данных. Как im2latex-100k, так и pix2latex представляют из себя набор пар (изображение; разметка на LaTeX). 
Разметка на LaTeX предварительно нормируется при помощи пакета KaTeX и скрипта на JavaScript, взятого из [12]. Нормировка подразумевает приведение разметки к единообразному виду, путём удаления излишних пробелов, окаймления всех скобок директивами \left и \right, замене синонимичных директив разных видов одним и тем же видом, корректировке устаревших директив.
 	Предобработка изображений заключается в приведении к такому размеру, чтобы минимальное измерение было не менее 32 пикселей, путём окаймления фоновым цветом. Далее, изображение приводится в полутоновый вид и нормализуется.


[bookmark: _Toc167293479]3.2. Токенизация
Так как поставленная задача подразумевает работу с текстом (точнее, его генерацию), необходимо определиться с методом для кодирования текста в удобное для работы представление. Наиболее распространённым подходом является применение токенизаторов, особенно типа Byte Pair Encoding: уникальный индекс сопоставляется некоторой последовательности из n символов, причём n не обязательно является фиксированным, образуя таким образом кодировку переменной длины. Описанное соответствие строится на основе корпуса текста для его наиболее эффективной кодировки.  Из этого следует, что, поскольку язык разметки является узкоспециализированным, имеет смысл применить токенизатор, обученный непосредственно на разметке. Далее ввиду того, что язык разметки относительно небольшой, выбран размер словаря 8000, совпадающий с таковым в [12]. Обучение токенизатора произведено на разметке поднабора для обучения pix2tex.
На практике, разбиение текста на раздельные фрагменты (то есть процесс токенизации) подразумевает следующую последовательность действий:
1. По набору текста на заданном языке (в рамках постеленной задачи — языка разметки) составить полный словарь, сопоставляющий каждому фрагменту текста уникальный индекс. Здесь под полнотой имеется в виду различность всех фрагментов и способность взаимно однозначно сопоставить любому тексту последовательность фрагментов (где каждый фрагмент закодирован индексом). Этот шаг проделывается один раз для формирования словаря.
2. Согласно построенному словарю, разбить текст на фрагменты (токены). В результате, по заданному тексту была определена последовательность индексов. Стоит отметить, что рассматриваемая архитектура полностью оперирует над описанными индексами.
[bookmark: _Toc167293480]Глава 4. Практическая реализация и анализ
[bookmark: _Toc167293481]4.1. Архитектура
Модель состоит из 3 компонент: свёрточной сети ResNet, Transformer кодировщика и Transformer декодировщика. Таким образом, архитектура полностью повторяет таковую у TrOCR для генерации описаний изображений, за исключением гораздо меньших размеров модели и использовании гибридного ViT для извлечения признаков и кодирования, тогда как в TrOCR применяется трансформер в чистом виде, без свёрточной надстройки. Таким образом, имеется следующая последовательность действий для просчёта модели:
1. Получение карт признаков изображения при помощи свёрточной сети (ResNet). 
2. Разбиение карт признаков на сегменты 16х16 и «выпрямление» тензоров сегментов в векторы.
3. Обработка полученных векторов при помощи кодировщика. В результате, имеется векторное представление входного изображения, обрабатываемое декодировщиком.
4. Многократное декодирование полученного векторного представления изображения для последовательного восстановления разметки, получая по одному токену за шаг. На каждом шаге имеет место контекст: набор уже предсказанных токенов. Другими словами, начиная с пустого контекста, состоящего лишь из токена начала текста, декодировщик повторяет следующую процедуру: предсказание следующего токена и добавление его в контекст. Процесс декодирования завершается, как только предсказывается токен конца текста, а результирующая разметка получается после обратной токенизации накопленного контекста. 


[bookmark: _Toc167293482]4.2. Обучение
Обучение происходит в стандартной стиле обучения с учителем на парах изображение-текст. По входному изображению и разным подмножествам контекста предсказывается вектор вероятностей p размера N (причём N — размер словаря), где компонента  — вероятность токена с индексом i. Формально, одна обучающая пара с изображением I и разметкой  токенов представляет собой ровно T подпримеров , где  всегда — токен начала текста. Из этого можно сделать вывод, что при размере батча B, содержащего B изображений и им соответствующих разметок, суммарно имеется  подпримеров.
 	В качестве функции ошибки выбрана перекрёстная энтропия; таким образом, процедура обучения практически полностью повторяет таковую у трансформеров, предсказывающих текст (например, языковых моделей).  
Модель обучалась с помощью оптимизатора Adam с экспоненциальным затуханием шага обучения каждые 30 итераций, начальным шагом 1e-3 и размером батча 48. Обучение происходило на протяжении 16 часов на арендуемой видеокарте NVIDIA RTX 4090 в облаке. Кроме того, параллельно происходило независимое обучение на NVIDIA RTX 3060 Laptop с аккумулируемым размером батча 20 (подробнее, фактический размер батча был 10 и градиенты аккумулировались за счёт двух мини-шагов, поскольку целиком 20 примеров не умещались в 6 ГБ видеопамяти) и аккумулируемым размером батча 48. Для эффективного разбиения на батчи изображения группировались по размеру, объединяя изображения одинакового размера в одну группу; далее батч для обучения выбирался посредством случайного выбора группы и случайного набора требуемого количества образцов (пар изображение-разметка) для образования батча.
	Замечено, что начальная сходимость значительно зависит от размера батча: при малом размере батча модель выходит на плато, где по производительности не отличается от случайной. При большем размере батча (конкретно, 48) подобное явление не наблюдается: BLEU и ED растут почти монотонно.
Лучшим результатом является модель, обученная 16 часов на RTX 4090, достигающая значений BLEU и ED 0.86 и 0.11 соответственно: значения, сравнимые с существующим решением [11], имеющим BLEU 0.87.


[bookmark: _Toc167293483]4.2. Ускорение обучения, модификация модели и результаты 
	Анализ графика изменения загрузки видеокарты обнаружил сильную скачкообразную нагрузку видеокарты. Поскольку таковая не наблюдалась на выделенном устройстве, можно сделать вывод о значительном влиянии загрузки облака (ресурсы, за исключением видеокарт, равноправно распределяются между сессиями) на способность оптимальной утилизации видеокарты. После перехода с модели, написанной самостоятельно с применением PyTorch, на готовые реализации x-transformers для ViT и декодировщика и pytorch-image-models для ResNet, появилась возможность скомпилировать вычислительный граф в оптимизированную версию при помощи средств PyTorch. В купе с параллельной загрузкой данных, количество шагов в единицу времени увеличилось более чем в два раза (конкретнее, на менее быстрой RTX 3090 за 8 часов пройдено то же количество шагов, что и на первоначальной версии на RTX 4090 за 16 часов).
	Для улучшения сходимости было проведено предобучение ResNet с минимальной надстройкой из транспонированных свёрточных слоёв и обучением полученной модели в стиле автокодировщика. Данная процедура значительно улучшила начальную сходимость для малых размеров батча: из 5 сессий с размером батча 20 все успешно вышли с начального плато. Для размера батча 48 сходимость улучшена незначительно.
	Успешной модификацией оказалось увеличение размера эмбеддинга (общего для кодировщика и декодировщика) с 256 до 384, и дальнейшего обучения с уменьшенным начальным шагом в 5e-4 на протяжении вдвое большего количества шагов, сохраняя время обучения неизменным — 16 часов. В совокупности с улучшениями из предыдущего раздела, модель сошлась за 10 часов до новых лучших значений BLEU и ED на тестовом множестве: 0.9 и 0.1 соответственно, доставляя таким образом более качественный результат на тестовом множестве im2latex-100k, по сравнению с [12]. Сравнение полученной модели с [11] и [12] представлено в (таблица 1). Примеры распознавания изображены на (рис. 8).
	Модель
	Архитектура
	im2latex-100k BLEU

	im2tex
	CNN, LSTM, Attention
	0.87

	pix2tex
	ResNet, Transformer
	0.88

	Изменённая pix2tex
	ResNet, Transformer
	0.9


Таблица 1
[image: ]
Рис. 8: Примеры распознавания из тестового набора im2tex-100k: входное изображение формулы и изображение предсказанной формулы, с соответствующими разметками на LaTeX под каждым изображением
[bookmark: _Toc167293484]Заключение
Задача распознавания изображений математических выражений является мультимодальной, что приводит к необходимости применять модели, способные совмещать обработку изображений и текста. Проблемы традиционного свёрточно-рекуррентного подхода ограничивают масштабируемость и эффективность.
Архитектура Transformer является гибкой и масштабируемой, что допускает её применение вне рамок задач моделирования естественного языка. Представление входных данных в виде набора токенов с закодированной позиционной информацией позволяет свести задачу обработки изображений к задаче анализа последовательности токенов с помощью кодировщика с Multi-Head Attention.
	Удалось улучшить существующее решение, основанное на данном подходе по двум направлениям: скорости обучения и значения метрики качества. Улучшения были достигнуты за счёт предварительного предобучения свёрточной компоненты в стиле автокодировщика, увеличение размерности пространства эмбеддингов, компиляции графа модели и параллелизации 
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