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Введение

Вобластимоделирования сложных системнаблюдается растущий спрос
на методики, позволяющие эффективно решать задачи, связанные с нелиней-
ными системами, высокой размерности. Эти системы должны поддерживать
высокую точность и возможности обобщения, что побудило исследовате-
лей экспериментировать с различными передовыми методами моделирова-
ния. Одной из таких технологий, которая привлекла значительное внимание,
являются нейронные сети. Нейронные сети продемонстрировали большие
перспективы в моделировании сложных систем благодаря их способности
учиться на больших наборах данных и находить нелинейные отношения меж-
ду входными и выходными переменными.

Однако, несмотря на их успех, многие современные архитектуры ней-
ронных сетей страдают отсутствием четкого объяснения результатов и огра-
ниченными экстраполяционными свойствами. Однако многие современные
архитектуры страдают от отсутствия четкого объяснения полученных ре-
зультатов и ограниченных свойств экстраполяции. Хотя существующие ар-
хитектуры нейронных сетей имеют ограничения, исследователи работают над
улучшением их производительности и устранением этих ограничений с целью
создания более точных и надежных моделей для реальных приложений.

Постановка задачи

Цель работы - представить алгоритм решения системы дифференци-
альных уравнений (СОДУ) с использованием полиномиальных нейронных
сетей (PNN) для прогнозирования процесса, реализация подхода позволяю-
щего получить решение, мультипликативно включающее начальные условия,
разработка архитектуры нейронных сетей, имеющих тесную связь с дина-
мическими системами с параметрами, которые могут быть описаны СОДУ
с параметрами, определяющими характер решения уравнения. К их числу,
например, относятся параметры управления, которые могут меняться со вре-
менем по заранее неизвестному закону, но при этом принимать значения из
ограниченного диапазона.

4



Обзор литературы

Полиномы являются универсальными аппроксиматорами, которые мо-
гут использоваться для моделирования всех возможных взаимодействий объ-
ектов и обеспечивают интерпретируемость полученныех данных [1]. PNN
показали многообещающие результаты для прогнозирования временных ря-
дов [2], особенно для данных с нелинейными взаимосвязями и сложными
временными зависимостями. Более того, полиномиальные функции широко
изучались математиками, и было показано, что они обладают некоторыми
полезными теоретическими свойствами. Полиномиальные нейронные сети
также связывают исследование общих нейронных структур с исследованием
характеристик полиномиальных функций [3].

Метод группового учёта аргументов (МГУА) является одним из са-
мых ранних методов систематического построения нелинейных соединений
с помощью PNN. МГУА был разработан в конце 1960-х годов Ивахненко А.
Г. для выявления нелинейных зависимостей между входными и выходными
данными. Алгоритм МГУА генерирует оптимальную структуру для модели
с помощью рекурсивного селективного отбора, на основе которых далее со-
здаются более сложные модели. По сравнению с хорошо известными нейрон-
ными сетями, топология которых обычно фиксируется заранее, архитектура
МГУА не фиксируется заранее, а становится полностью оптимизированной
(как структурно, так и параметрически). Однако у него есть недостатки, такие
как сложные многочлены для простых систем и чрезмерно сложные сети для
нелинейных систем.

Еще одно усовершенствование PNN можно почерпнуть из [4], где пред-
ставлена сеть pi-sigma, имеет регулярную структуру, ей требует меньшее ко-
личество весов и меньше времени обучения. Однако данная модель плохо
масштабируется, и его экспериментальная оценка проводится только на дан-
ных с известными распределениями.

Также известен подход использующий возможности ансамблевых ней-
ронных сетей. Например в [5] описывается процесс распознавания визуаль-
ных образов при помощи ансамблевых нейронных сетей. При таком подходе
нейронная сеть разделена на несколько подсетей, так что одна подсеть пред-
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ставляет один из классов.
В данной статье рассматривается построение архитектуры и схемы обу-

чения рекуррентной полиномиальной нейронной сети для моделирования ди-
намических процессов. Этот выбор объясняется способностью метода выра-
жать решение обыкновенного дифференциального уравнения (СОДУ) в виде
полиномиальной нейронной сети [6]. Согласно детерминированному алгорит-
му, описанному в [7], такой PNN может быть однозначно инициализирован,
если известен СОДУ, соответствующий моделируемому процессу, что поз-
воляет изспользовать знания о зависимостях и значения коэффициентов из
решения СОДУ в PNN. Однако даже при хорошей инициализации весовые
матрицы, возможно, потребуется точно настроить из-за следующих факто-
ров:

1. СОДУможет быть восстановлен из данных, но не точно из-за специфики
методов восстановления;

2. СОДУ может приблизительно описать моделируемый процесс;

3. В реальных условиях на процесс могут влиять различные внешние силы,
которые по тем или иным причинам не учитываются в математической
модели.
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Глава 1. Прямая задача

Для решение поставленной задачи требуется с начала описать струк-
туру СОДУ и алгоритм ее решения. Полученные решение может быть в по-
следствии использовано в нейронных сетях как инициализирующие матрицы,
что позволит сократить время обучения и избежать попадания в локальный
минимум при обучении нейронных сетей.

1.1 Прямая задача с параметрами

Рассмотрим СОДУ в полиномиальной форме, содержащую параметры
в правой части:

dX

dt
=

n∑
k=1

Pk(a)X
[k], (1)

где X ∈ Rn, X [k] – степень Кронекера k-го порядка для фазового вектора
X (является частным случаем тензорного умножения, при котором элемен-
ты получившегося вектора записываются в лексикографическом порядке без
повторений), a ∈ Rm – вектор параметров системы, компоненты которого
ai, i = 1,m, могут изменяться со временем в диапазоне [ali; ahi ], Pk(a) – мат-
рица коэффициентов зависящая от параметров.

Для фиксированных значений вектора параметров a можно найти при-
ближенное решение задачи Коши для системы (1) в виде полинома по кроне-
керовским степеням вектора начальных данных X = X0

X(t, a) =
n∑

k=1

Rk(t, a)X
[k]
0 . (2)

Формула (2) определяет отображение M : X(t0, a) → X(t, a), завися-
щее от конкретных значений вектора параметров a. Далее будем рассматри-
вать отображение значений фазового вектора на фиксированном временном
интервале ∆t, таком что t = t0 +∆t.

Стоит заметить, что получить численное решение для Rk(t, a) не пред-
ставляется возможным ввиду зависимости матриц от вектора параметров a.
Однако для фиксированного вектора параметров a получить численное ре-
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шение матрицы Rk(t, a) возможно. Алгоритм получения матриц Rk(t, a), а
также способ вычисления X(t, a) будут рассмотрены далее.

1.2 Решение прямой задачи с константным параметром

Будем рассматривать решение (1) при фиксированных параметрах[7].
РассмотримСОДУвполиномиальнойформе сфиксированными параметрами

dX

dt
=

n∑
k=1

PkX
[k], (3)

где Pk – численная матрица коэффициентов, не содержащая параметров или
имеющая фиксированный параметр.

Будем искать приближенное решение задачи Коши для системы (3) в
виде полинома по кронекеровым степеням начального вектора X = X0

X(t) =

j∑
i=1

Ri(t)X
[i]
0 . (4)

Формула (4) задает отображение M : X0 = X(t0) → X(t), матрицы
Ri которого определяются моментом времени t. Далее будем рассматривать
отображение фазового вектора на фиксированном временном интервале ∆t,
таком что t = t0 +∆t.

1.3 Алгоритм решения прямой задачи с постоянными парамет-
рами

Рассмотрим алгоритм решения (3). Подставляя уравнение (4) в (3) по-
лучим следующее уравнение
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j∑
i=1

dRi(t)

dt
X

[i]
0 =

n∑
k=1

Pk

(
j∑

i=1

Ri(t)X
[i]
0

)[k]

= (5)

= P1

(
R1(t)X0 +R2(t)X

[2]
0 + . . .+Rj(t)X

[j]
0

)
+

. . .

+Pn

(
R1(t)X0 +R2(t)X

[2]
0 + . . .+Rj(t)X

[j]
0

)[n]
.

Сопоставляя коэффициенты в левой и правой части уравнения (5) при
одинаковых степенях X

[i]
0 , получим систему дифференциальных уравнений

для нахождения неизвестных матриц Ri, i = 2, j.

dR1(t)

dt
= P1R1(t)

dR2(t)

dt
= P2R1(t)

[2] + P1R2(t)

. . .

(6)

Решая систему (6) с начальными условиями R1 = E, Ri = O, i = 2, j на
промежутке [0,∆t] любым доступным численным методом решения СОДУ,
получим искомые матрицы Ri отображения (4).
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Глава 2. Особенности численной реализации

При численной реализации алгоритма имеется три особенности:

1. Реализация операции возведения вектора в степень Кронекера.

2. Реализация операции возведения матрицы в степень Кронекера.

3. Решение системы (6) и нахождение матриц Ri.

2.1 Кронекеровская степень для векторов

Кронекеровская степень является частным случаем тензорного произ-
ведения векторов. Например, для n = 2, получим тензорную степень:

X ⊗X =


x21
x1x2

x2x1

x22

 .

Кронекеровскую степень:

X [2] =

 x21
x1x2

x22

 , (7)

т. е. элементы получившегося вектора записываются в лексикографическом
порядке без повторений.

Для вычисления n-ой кронекеровской степени вектора предлагается
использовать следующий алгоритм:

1. Тензорно возвести вектор X в степень n.

2. Посчитать булевой вектор β соответствующей степени.

3. Вычислить произведение Xn
⊙∗ β для получения X [n], где β - буле-

вой вектор представляет из себя вектор состоящий из значений 1 и 0,
а
⊙∗ - произведение Адамара[8] с уменьшением размерности вектора
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(все векторные элементы с 0 в соответствующей позиции логической
маски исключаются).

Для получения булевых векторов βi соответствующих i тензорной сте-
пени вектораX имеющего размерностьm предлагается следующий алгоритм:

1. Возьмем вектор b0 состоящий из единиц и имеющий размерностьm.

2. Вычислим следующее произведение bi = b0 ⊗ bi−1.

3. Элементы получившегося вектора bi перегруппируем следующим обра-
зом:

(a) Возьмем первые m ∗ m элементов вектора bi и построим по ним
квадратную матрицу B, заполняя ее построчно.

(b) Заменим все элементы матрицы B ниже главной диагонали на 0.

4. Выполним предыдущий пункт для всех элементов вектора bi.

5. Для получившегося набора матрицBj проведем обратное преобразова-
ние из матрицы в вектор. Будем брать элементы матрицы Bj построчно
и добавлять их к вектору bi.

Проиллюстрируем работу алгоритма для вычисления n-ой кронекеров-
ской степени вектора

X [2] = X2
∗⊙

β =


x21
x1x2

x2x1

x22


∗⊙

1

1

0

1

 =

 x21
x1x2

x22

 .

Два представленных алгоритма позволяют, используя простые компью-
терные операции получить (7).

2.2 Кронекеровская степень для матриц

Вычисление кронекеровской степени для матриц отличается от вычис-
ления кронекеровской степени для векторов тем, что требуется не только
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удалить лишние строки но и сложить некоторые столбцы. Для начала про-
демонстрируем что подразумевается под кронекеровской степенью матрицы
и ее связь с кронекеровской степенью вектора, а затем опишем алгоритм
получения данной матрицы. Для этого рассмотрим пример для n = 2

Y ⊗ Y =


y21
y1y2

y2y1

y22

 = (A⊗ A) ∗ (X ⊗X) = (8)

=

((
a1,1 a1,2

a2,1 a2,2

)
⊗

(
a1,1 a1,2

a2,1 a2,2

))
∗

((
x1

x2

)
⊗

(
x1

x2

))
=

=


a21,1 a1,1a1,2 a1,2a1,1 a21,2

a1,1a2,1 a1,1a2,2 a1,2a2,1 a1,2a2,2

a2,1a1,1 a2,1a1,2 a2,2a1,1 a2,2a1,2

a22,1 a2,1a2,2 a2,2a2,1 a22,2

 ∗


x21
x1x2

x2x1

x22

 =

=


a21,1x

2
1 + a1,1a1,2x1x2 + a1,2a1,1x2x1 + a21,2x

2
2

a1,1a2,1x
2
1 + a1,1a2,2x1x2 + a1,2a2,1x2x1 + a1,2a2,2x

2
2

a2,1a1,1x
2
1 + a2,1a1,2x1x2 + a2,2a1,1x2x1 + a2,2a1,2x

2
2

a22,1x
2
1 + a2,1a2,2x1x2 + a2,2a2,1x2x1 + a22,2x

2
2

 =

=


a21,1x

2
1 + 2a1,1a1,2x1x2 + a21,2x

2
2

a1,1a2,1x
2
1 + a1,1a2,2x1x2 + a1,2a2,1x2x1 + a1,2a2,2x

2
2

a1,1a2,1x
2
1 + a1,1a2,2x1x2 + a1,2a2,1x2x1 + a1,2a2,2x

2
2

a22,1x
2
1 + 2a2,1a2,2x1x2 + a22,2x

2
2


можно заметить что y1y2 = y2y1. А второй и третий столбец имеют

общий множитель x1x2 значит их можно их объединить. Тогда (8) можно
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переписать в виде

Y [2] =

 y21
y1y2

y22

 = A[2] ∗X [2] = (9)

=

(
a1,1 a1,2

a2,1 a2,2

)[2]

∗

(
x1

x2

)[2]

=

=

 a21,1 2a1,1a1,2 a21,2
a1,1a2,1 a1,1a2,2 + a1,2a2,1 a1,2a2,2

a22,1 2a2,1a2,2 a22,2

 ∗

 x21
x1x2

x22

 =

=

 a21,1x
2
1 + 2a1,1a1,2x1x2 + a21,2x

2
2

a1,1a2,1x
2
1 + a1,1a2,2x1x2 + a1,2a2,1x2x1 + a1,2a2,2x

2
2

a22,1x
2
1 + 2a2,1a2,2x1x2 + a22,2x

2
2


Видно что уравнения (8) и (9) равны с точностью до количество переменных.

Теперь опишем алгоритм вычисления A[n]:

1. Возвести матрицу A в соответствующую тензорную степень n.

2. Посчитать булевой вектор β соответствующей степени.

3. Составить булевую матрицу B столбцы которой будут состоять из бу-
левого вектора β, а размерность данной матрицы будет соответствовать
размерности An

4. Построить матрицу Γ которая будет складывать нужные столбцы мат-
рицы A,

5. Вычислить произведение An
⊙∗B ∗ Γ для получения A[n].

Опишем алгоритм для получения матрицы Γ для матрицы A имеющую
размерностьmxm

1. Возьмемm базисных векторов ei.

2. Рекурсивно тензроно перемножим ei всеми возможными способами, за-
поминая какие какие базисные вектора участвовали в произведение, при

13



этом если какая то комбинация векторов не использовалась, то будем
результат тензорного произведение будет записывать в ej, а если такая
комбинация базисных векторов использовалась, то будет прибавлять
результат к уже имеющемуся ej.

3. Из полученных векторов ej построим матрицу Γ располагая их после-
довательно по столбцам.

Проиллюстрируем алгоритм вычисления A[n]

A[n] = An
∗⊙

B ∗ Γ =

=


a21,1 a1,1a1,2 a1,2a1,1 a21,2

a1,1a2,1 a1,1a2,2 a1,2a2,1 a1,2a2,2

a2,1a1,1 a2,1a1,2 a2,2a1,1 a2,2a1,2

a22,1 a2,1a2,2 a2,2a2,1 a22,2


∗⊙

1 1 1 1

1 1 1 1

0 0 0 0

1 1 1 1

 ∗


1 0 0

0 1 0

0 1 0

0 0 1

 =

=

 a21,1 a1,1a1,2 a1,2a1,1 a21,2
a1,1a2,1 a1,1a2,2 a1,2a2,1 a1,2a2,2

a22,1 a2,1a2,2 a2,2a2,1 a22,2

 ∗


1 0 0

0 1 0

0 1 0

0 0 1

 =

=

 a21,1 2a1,1a1,2 a21,2
a1,1a2,1 a1,1a2,2 + a1,2a2,1 a1,2a2,2

a22,1 2a2,1a2,2x2 a22,2


Два представленных алгоритма позволяют, используя простые компью-

терные операции получить (9).

2.3 Нахождение матриц Ri в численном виде

Опишем алгоритм получения (6). Рассмотрим правую часть (5)

P1

(
R1(t)X0 +R2(t)X

[2]
0 + . . .+Rj(t)X

[j]
0

)
+

. . .

+Pn

(
R1(t)X0 +R2(t)X

[2]
0 + . . .+Rj(t)X

[j]
0

)[n]
.

(10)
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данное уравнение можно переписать в виде перемножения блочной матрицы
составленной из Ri(t), i = 1, j и вектора составленного изX [i], i = 1, j. Тогда
уравнение (10) примет вид

P1 (R1(t)R2(t) . . . Rj(t))


X0

X
[2]
0

. . .

X
[j]
0

+

. . .

+Pn (R1(t)R2(t) . . . Rj(t))
[n]


X0

X
[2]
0

. . .

X
[j]
0


[n]

.

Такое представление уравнения (10) позволяет программно легко со-
поставлять коэффициенты в левой и правой части уравнения (5) при одина-
ковых степенях X

[k]
0 . Так же такой подход позволяет не вычислять X

[k]
0 т.к.

они сокращаются при сопоставлении коэффициентов в левой и правой части
уравнения (5), что позволяет избавиться от лишних вычислений и сократить
время вычислений. Для получения уравнения в виде (6) будем использовать
библиотеку sympy для Python[9]. Матрицы Rj(t) запишем символьно и по-
следовательно вычислим

Pi (R1(t)R2(t) . . . Rj(t))
[i]


X0

X
[2]
0

. . .

X
[j]
0


[i]

.

Далее складывая блоки при одинаковых степеняхX [k]
0 получим правую

часть уравнения (6), которая примет следующий вид

dRi(t)

dt
= Pi ∗Ri(t) (11)
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Для получения численного решения перепишем (11) в следующем виде

dRi(t)

dt
=

 ˙r1,1 . . . ˙rm,1

. . . . . . . . .

˙r1,n . . . ˙rm,n

 =

p1,1 . . . pn,1

. . . . . . . . .

p1,m . . . pn,m


r1,1 . . . rm,1

. . . . . . . . .

r1,n . . . rm,n

 =

=

 p1,1r1,1 + · · ·+ pn,1r1,n . . . p1,1rm,1 + · · ·+ pn,1rm,n

. . . . . . . . .

p1,mr1,1 + · · ·+ pn,mr1,n . . . p1,mrm,1 + · · ·+ pn,mrm,n


Тогда расписывая это уравнение по столбцам матрицы dRi(t)

dt получим
СОДУ

˙r1,1 = p1,1r1,1 + · · ·+ pn,1r1,n

. . .

˙r1,n = p1,mr1,1 + · · ·+ pn,mr1,n

. . .

˙rm,n = p1,mrm,1 + · · ·+ pn,mrm,n

. (12)

Правая часть уравнения (12) получена в символьном виде для нахож-
дения численного решения воспользуемся функцией lambdify[10] из библио-
теки sympy, которая переводит символьное выражение в лямбда функцию.
Переписав начальное условие R1 = E, Ri = O, i = 2, j так же по столбцам на
промежутке [0,∆t] можем получить искомые матрицы Ri любым доступным
численным методом решения СОДУ используя полученные лямбда функции.
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Глава 3. Нейронные сети

Полиномиальные нейронные сети (PNN) - это тип нейронных сетей, ко-
торые используют полиномиальные функции активации для моделирования
нелинейных взаимосвязей между входами и выходами. Далее будут описа-
ны различные модели и слои которые использовались в этих моделях, а так
же вспомогательные алгоритмы и подходы которые позволяют повысить точ-
ность прогноза нейронной сети.

3.1 Построение сетки

Одной из особенностей описанного алгоритма является построение
матриц отображения M, данный процесс очень ресурсоемкий и затратный
по времени, что накладывает ограничения на его использование. Для эф-
фективной работы алгоритма требуется сократить количество вычислений
матриц отображения. Но если уравнение содержит параметры которые не
имеют определенного закона по которому они меняются потребуется заново
построить матрицы отображения M, чтобы получить решение системы (1)
для нового вектора параметров a. Для сокращения количества вычислений,
предлагается покрыть пространство изменения параметров СОДУ сеткойG в
узлах Gj1,...,jm которой необходимо рассчитать и сохранить матрицы Rj1,...,jm

k ,
k = 1, n. При этом численное решение (2) с параметрами, попадающими во
внутренние или граничные точки сетки, предлагается находить с помощью
интерполяции по численным решениям, вычисленным при соответствующих
узловых значениях Rj1,...,jm

k .
Для построения сетки, состоящей из минимальных замкнутых мно-

жеств, будем использовать триангуляцию Делоне[11], которая для заданно-
го множества точек S в m-мерном пространстве, при котором для любого
(m − 1) - мерного симплекса все точки из S за исключением точек, являю-
щихся его вершинами, лежат вне гиперсферы. Имеется особый случай, когда
триангуляция не является неоднозначной, когда четыре или более точек на
идеальной окружности, где триангуляция неоднозначна и все центры окруж-
ностей тривиально идентичны. Нарис.1 продемонстрирован пример триангу-
ляции на плоскости.
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Рис. 1: Сетка, удовлетворяющая критерию Делоне (слева), и не удовлетворяющая ему (спра-
ва).

Рис. 2: Пример разных триангуляций. Слева точки соединены случайно, справа соединены с
выполнением условия Делоне.

Главным плюсом триангуляция Делоне является избегание «тонких»
симплексов рис.2, благодаря максимизации минимального угла среди всех
углов всех построенных треугольников. Данное свойство позволяет аппрок-
симировать по максимально близким точкам, что уменьшает погрешность.

Используя данные подход возникает вопрос о выборе вершинных точек.
Данные процесс выбор можно произвести несколькими способами. У каждого
подхода имеются как плюсы так и минусы.

1. Задать прямоугольную сетку с постоянным шагом.

+ Простота построения сетки.

− При триангуляции возникает проблема не единственности триан-
гуляции, также в некоторых ситуациях описанных далее может
потребоваться в определенной области рассчитать большее коли-
чество узловых точек для получения большей точности.
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2. Задать сетку, которая образует правильныеm− 1-мерные симплексы.

+ Единственность триангуляции.

− Невозможность задать большее количество узловых точек в опре-
деленной области

3. Задать прямоугольную сетку с непостоянным шагом.

+ Возможность задать большее количество узловых точек в опреде-
ленной области для увеличения точности.

− Не единственность триангуляции.

Рассмотрим случаи когда в какой-то области сеткиможет потребоваться
большее количество узловых точек. Рассмотрим систему

X(t) =
n∑

k=1

Rk(t, a)X
[k]
0 , (13)

коэффициенты в матрицахRk(t, a) в уравнение (13) зависят от a и имеют вид

rki,j = C1e
C2at. (14)

где a - некоторый параметр из вектора параметров a. Докажем данное утвер-
ждение.

Теорема 1. Коэффициенты матриц решения системы

dR1(t, a)

dt
= P1(a)R1(t, a)

dR2(t, a)

dt
= P2(a)R1(t, a)

[2] + P1R2(t, a)

. . .

(15)

будут иметь вид (14).

Доказательство. Представим первое уравнение из системы (15) в следую-
щем виде
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dR1(t, a)

dt
=

 ˙r1,1 . . . ˙rm,1

. . . . . . . . .

˙r1,n . . . ˙rm,n

 =

p1,1 . . . pn,1

. . . . . . . . .

p1,m . . . pn,m


r1,1 . . . rm,1

. . . . . . . . .

r1,n . . . rm,n

 =

 p1,1r1,1 + · · ·+ pn,1r1,n . . . p1,1rm,1 + · · ·+ pn,1rm,n

. . . . . . . . .

p1,mr1,1 + · · ·+ pn,mr1,n . . . p1,mrm,1 + · · ·+ pn,mrm,n


Тогда расписывая это уравнение по столбцам матрицы dR1(t,a)

dt получим
СОДУ

˙r1,1 = p1,1r1,1 + · · ·+ pn,1r1,n

. . .

˙r1,n = p1,mr1,1 + · · ·+ pn,mr1,n

. . .

˙rm,n = p1,mrm,1 + · · ·+ pn,mrm,n

.

Перепишем получившуюся систему в матричном виде

ṙ1 = P1r1,

где r1 - вектор построенный по матрице R1, где P1 - матрица, построенная из
элементов матрицы P1. Приведем СОДУ (6) к такому же виду

ṙ1 = P1r1

ṙ2 = P2r1
[2] + P1r2

. . .

(16)

Из (16) следует, что ṙi в правой части содержит rj, j <= i, следователь-
но можем искать решение построчно т.е. найти решение

ṙ1 = P1r1, (17)
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а затем это решение подставить в второе уравнение

ṙ2 = P2r1
[2] + P1r2, (18)

и т.д. получим решение всей системы. Решением уравнения (17) является
уравнение вида

r1 = C1e
P1t. (19)

Подставляя это решение в уравнение (19), получим

ṙ2 = P2(C1e
P1t)[2] + P1r2. (20)

Это неоднородное дифференциальное уравнение, для которого реше-
ние будет представлять из себя сумму общего Y и частного решений Ỹ и
будет иметь вид [12]

r2 = Y + Ỹ .

Общение решение будет иметь вид

Y = C2e
P1t

Частное решение нужно искать в виде

Ỹ = A(C1e
P1t)[2].

Переобозначим константу C1, тогда получим

Ỹ = C1(e
P1t)[2].

Тогда решение уравнения (20) будет иметь вид

r2 = C1(e
P1t)[2] + C2e

P1t (21)

Из решения (21) уравнения (18) можно заметить, что подстановка экс-
поненты вида aebt в уравнение и последующее решение этого уравнения ме-
няет только константу следовательно решением системы (16) будет являться
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уравнение вида

ri =
∑
i

Ci(e
P1t)[i]

из чего можно сделать вывод, что все коэффициенты в матрицах Ri(t) будут
зависеть от экспоненты.

Уравнение вида (14) имеет 5 случаев, показанных на следующих гра-
фиках:
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нас интересуют 4 случая когда C2 ̸= 0, a ̸= 0, т.е. коэффициент rki,j
возрастает или убывает. В этих случаях при изменение параметра a коэффи-
циенты в какой-то момент очень резко меняют значение (модуль производной
становится большой). Тогда в моменты резкого изменения коэффициентов
требуется большее количество вычисленных матриц для более точной интер-
поляции.

3.2 Интерполяция с использованием барицентрических коорди-
нат

Пусть в пространстве Rm выбраны базисные точкиM0,. . . ,Mm так, что

|D| =

∣∣∣∣∣∣∣∣∣∣
1 1 . . . 1

a10 a11 . . . a1m

. . . . . . . . . . . .

am0 am1 . . . amm

∣∣∣∣∣∣∣∣∣∣
̸= 0. (22)

Здесь (a1j, . . . , amj) – декартовы координаты точки Mj. В этом случае коор-
динаты (a1, . . . , am) произвольной точки M можно однозначно представить
следующим образом

ai =
m∑
j=0

βjaij, i = 1,m,

где
m∑
j=0

βj = 1. Величины (β0, . . . , βm) называются барицентрическими коор-

динатами точки M .
С использованием интерполяции по барицентрическим координатам

можно определить численное решение (2), соответствующее любому вектору
параметров из заданного диапазона значений.

Рассмотрим решение X(t, a) системы (1), где координаты вектора a =

(a1, am) /∈ Gj1,...,jm. Тогда с использованием интерполяции по барицентриче-
ским координатам[13] узловых значений сетки решение может быть вычис-
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лено следующим образом:

X(t, a) =
m∑
j=0

βj

n∑
k=1

Rk(aj)X
[k]
0 =

m∑
j=0

βjX(t, aj),

где {aj}mj=0 образует минимальное замкнутое множество, которому принадле-
жит a. Множество {aj}mj=0 определяется по построенной сетке единственным
образом из условия βj ⩾ 0,∀j = 0,m.

В случае m = 1 имеем линейную интерполяцию по двум точкам:

X(t, a) =
1∑

j=0

βjX(t, aj) =
a− a0
a1 − a0

X(t, a0) + (1− β0)X(t, a1).

Случайm = 2 проиллюстрирован на рис.3, где D = X(t, ā), A = X(t, a1),

Рис. 3: Результат интерполяции для двух параметров

B = X(t, a2), C = X(t, a3). Для произвольного значения m искомые бари-
центрические координаты по минимальному замкнутому множеству опреде-
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ляются из решения системы линейных уравнений

Dβ = ā,

где матрицаD составлена из координат базисных точек (22), β = (β0, . . . , βm)

– искомые барицентрические координаты.
Данный подход можно применить как для прямой задачи так и для

нейронных сетей.

3.3 Архитектура нейронного слоя

В этом разделе мы рассмотрим алгоритмические особенности и архи-
тектуру полиномиальных слоев. Как правило, полиномиальный слой опреде-
ляется тремя параметрами:

1. Размерность входного вектора (input_dim).

2. Размерность выходного вектора (output_dim).

3. Порядок нелинейности (order).

Размерность входного вектора обычно соответствует размерности фа-
зового вектора системы обыкновенных дифференциальных уравнений, но она
также может включать в себя переменные, которые могут выступать в каче-
стве управляющих параметров. Размерность выходного вектора определяется
количеством измеренных фазовых переменных, т.е. тех, для которых доступ-
ны обучающие данные (чаще всего их количество совпадает с размерностью
входного вектора). Порядок нелинейности может быть выбран произвольно в
соответствии с особенностями решаемой задачи.

Полиномиальный слой относится к классу рекуррентных и преобразует
входной вектор в выходной в соответствии со следующим правилом:

X (ti+1) = bias+
N∑
j=1

RjX (ti)
j , (23)

где X (ti) являются ли значения входного вектора измеренными во време-
ни ti, X (ti+1) являются прогнозируемыми значениями выходного вектора во
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времени ti+1, bias является необязательным параметром, N - порядок нели-
нейности, j - порядок нелинейности для преобразования входного вектора,
Rj (j = 1 . . . N) - весовые матрицы слоя. Существует механизм для иници-
ализации Rj матрицами, основанный на алгоритме, приведенном в главе (2).
При отсутствии инициализирующих матриц все нелинейные порядки снача-
ла инициализируются нулями, а матрица линейного порядка присваивается
единичная матрица. Стоит заметить, что для сложных систем такая ситуа-
ция может привести к значительному увеличению времени обучения сети и
снижению прогнозирующих способностей модели нейронной сети.

TensorFlow (TF) [14] и Keras библиотеки для Python были использо-
ваны для разработки base_polynomial_layer, который предоставляет ши-
рокий спектр встроенных инструментов, облегчающих построение и обуче-
ние нейронного слоя и моделей. Кроме того, TensorFlow позволяет исполь-
зовать графический процессор (GPU) для повышения производительности
обучения нейронной сети, а также увеличивает скорость прогнозирования
за счет эффективного распараллеливания вычислений. На рис.4 показано

Рис. 4: Схема наследования классов, реализующих полиномиальные слои

наследование классов, реализующих полиномиальные слои, производные от
tensorflow.keras.layers.Layer.

base_polynomial_layer являетсяшаблономи содержит основныефунк-
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ции и аргументы, которые в дальнейшем используются или переопределяются
в двух реализациях полиномиальных слоев:polynomial_layer и
kronecker_polynomial_layer. В следующих подразделах приводится более
подробное описание их различий.

3.3.1 Полиномиальный слой

Полиномиальный слой (polynomial_layer) является производным от
base_polynomial_layer и переопределяет методы build и call из
tensorflow.keras.layers.Layer:

• (build) Вычисляет размеры весовых матриц на этапе построения слоя
для каждого порядка нелинейности, используемого в слое. В случае ба-
зовыхмногочленов размерность j-й матрицы равна

[
nj,m

]
, j = 1 . . . N ,

где n - размерность входного вектора, m - размерность выходного век-
тора. Количество строк в весовых матрицах относится к числу комбина-
ций компонентов входного вектора, используемых для генерации j-го
порядка нелинейности (включая повторение). Существует возможность
инициализировать весовые матрицы перед тренировкой.

• (call) Согласно формуле (23), для получения выходного вектора вход-
ное пространство должно быть расширено с использованием полиноми-
ального нелинейного преобразования входного вектора. Это осуществ-
ляется путем вычисления рекуррентного тензорного произведения по
формуле

Xk = Xk−1 ⊗X (24)

используя функцию einsum из библиотеки TensorFlow, которая приме-
няет соглашение Эйнштейна о суммировании индексов своих аргумен-
тов.

Таким образом, процедура вычисления выходного вектора состоит из
двух этапов:

1. Инициализация: X = bias.

2. В цикле (j) от 1 до n:
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(a) Перемножить матрицу Rj на вектор Xj(ti−1) и прибавить ре-
зультат к вектору X .

(b) Возведите вектор Xj(ti−1) в степень j + 1, используя (24).

Стоит отметить, что реализация полиномиального слоя не включает в себя
никаких операций уменьшения размера. Kronecker_layer разработан для
реализации потенциала удаления повторяющихся нелинейных компонентов
и уменьшения размерности матриц весовых коэффициентов. Основные ас-
пекты kronecker_layer объясняются ниже.

3.3.2 Кронекеровский слой

Основной особенностью слоя kronecker_layer является реализация
операций возведения в степень Кронекера, связанных с удалением повторяю-
щихся (вплоть до перестановки множителей) элементов во входном векторе,
преобразованном полиномиально. Аналогично polynomial_layer, он пере-
определяет абстрактные методы build и call
tensorflow.keras.layers.Layer.

• (build) Вычисляет размеры весовых матриц на этапе построения слоя
для каждого порядка нелинейности, используемого в слое. В случае по-
линомов Кронекера размерность j-й матрицы равна

[
Cn+j−1

j ,m
]
,

j = 1 . . . n, где n - размерность входного вектора,m является размерно-
стью выходного вектора,Cn+j−1

j = (n+j−1)!
j!(n−1)! . Количество строк в весовых

матрицах относится к числу различных комбинаций компонентов вход-
ного вектора (вплоть до перестановки множителей), используемых для
генерации j-го порядка нелинейности. Кроме того, вычисляется набор
двоичных масок, который используется для исключения идентичных
компонентов из результата возведения формулы в степень, которые бы-
ли описаны в подглаве 2.1.

• (call) Аналогично методу call полиномиального слоя с помощью поли-
номиального нелинейного преобразования входного вектора происхо-
дит расширение входного пространства и удаление дубликатов.
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Рис. 5: Схема работы слоя Кронекера в соответствии с формулой (23) [6]

3.4 Модели нейронной сети

Модели для различных задач могут быть созданы на основе рассмот-
ренных выше типов полиномиальных слоев (с повторениями нелинейных ком-
понентов или без них), нами далее будут рассматриваться только случаи без
повторения нелинейных компонентов, но подходы распариваемые далее мо-
гут быть применены и для случаев с повторениями нелинейных компонентов.
Слой Кронекера является приоритетным элементом построения для полино-
миальных моделей, обсуждаемых ниже, поскольку он уменьшает размерность
матриц весовых коэффициентов, сокращая количество свободных парамет-
ров для оптимизатора и увеличивая скорость вывода и обучения слоя.

Мы рассматриваем два типа полиномиальных моделей, пригодных для
описания стационарных и нестационарных динамических процессов.

3.4.1 Кронекеровская модель

Как для стационарных, так и для нестационарных систем может быть
создана Кронекеровская модель. Следующая процедура используется для
обучения модели с одним выходом.
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Алгоритм подготовки модели

1. Известны данные, полученные в результате измерения на k траекториях
моделируемой динамической системы:

X1 (t1) , . . . , X1 (tp1) , X2 (tp1+1) , . . . , X2 (tp1+p2) , . . . ,

Xk

(
tp1+...+pk−1+1

)
, . . . , Xk (tp1+...+pk) ,

Здесь tp1+...+pi+J < tp1+...+pi+J+1,∀j < pi+1, pi - количество векторов со-
стояния системы, измеренных на i-й траектории с начальным вектором
Xi

(
tp1+...+pi−1+1

)
.

2. Формируется множество обучающих пар

{(Xi+1 (tp1+...+pi+J) , Xi+1 (tp1+...+pi+J+1)) , ∀j < pi+1, i = 1, k} ,
где первый вектор пары – обучающий входной вектор, второй вектор
пары – обучающий выходной вектор

Далее, первый вектор обучающей пары будем обозначать X (t0), а второй -
как X (t1).

Алгоритм обучения

1. Вектор X (t0) подается на вход слоя Кронекера и вычисляется вектор
X(t1).

2. Вычисляется среднеквадратичная ошибка (Mean square error) дляX(t1)

и X(t1) где X(t1) эталонное значение системы.

3. Применяется метод обратного распространения ошибки.

4. Этот процесс повторяется необходимое количество раз.

3.4.2 Ансамблевая модель

Теперь рассмотрим случай, когда уравнение, описывающее физический
процесс, содержит параметры. Согласно алгоритму описанному в подглаве
3.1 построим сетку по параметрам, в узлах, которой будут вычислены ве-
совые матрицы Ri, а для остальных значений параметров будем приводить
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интерполяцию согласно алгоритму описанному в подглаве 3.2. Для этого бы-
ла реализованная ансамблевая модель. Данная модель применяется в случаях
когда изначальная СОДУ содержала параметры и содержит набор кронеке-
ровских слоев для разных параметров системы.

Алгоритм работы модели

1. Вычисляется Xk(t1) для всех кронекоровских слоев.

2. Вычисляются коэффициенты ak для Xk(t1).

3. Коэффициенты ak < 0 приравниваем 0.

4. Вычисляется X(t1) по формуле X(t1) =
∑

k(ak ∗Xk(t1)).

Алгоритм обучения для ансамблевой модели

1. Вычисляется Xk(t1).

2. Вычисляется коэффициенты ak для Xk(t1).

3. Коэффициенты ak < 0 приравниваем 0.

4. Вычисляется X(t1) по формуле X1 =
∑

k(ak ∗Xk(t1)).

5. Вычисляется среднеквадратичная ошибка (Mean square error) дляX(t1)

иX(t1) гдеX(t1) эталонное значение системы при данных параметрах.

6. Применяется метод обратного распространения ошибки, в результате
которого вычисляются градиенты gk для всех слоев.

7. Градиенты gk умножаются на соответствующие коэффициенты ak.

8. Градиенты применяются gk к весовым матрица.

3.5 Особенности обучения

В этом разделе обсуждаются возможные варианты, которые могут быть
использованыдля обучения полиномиальныхмоделей.Как правило, обучение
может осуществляться двумя способами:
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1. Тренировка всех весовых матриц сразу.

Этот метод подразумевает одновременное обучение всех весовых мат-
риц, т.е. градиент вычисляется для всех весовых коэффициентов одно-
временно, и все весовые матрицы изменяются на каждом этапе обуче-
ния. При использовании этого метода количество свободных коэффи-
циентов может быть огромным, что усложняет сходимость алгоритма
оптимизации (особенно при отсутствии грамотной инициализации) и
потенциально может привести к физически неверным прогнозам.

2. Последовательное обучение матриц, начиная с матрицы смещения и
линейного члена R1 до матрицы Rn, соответствующей n-му порядку
нелинейности.

Одновременное обучение весовой матрице игнорирует важнейшую ха-
рактеристику полиномиальной модели: вклад матриц весовых коэффи-
циентов в результат (см. формулу (23)) различен. Линейная составля-
ющая оказывает наибольшее влияние на R1, но по мере увеличения
порядка нелинейности вклад уменьшается. В связи с этим может быть
применен механизм последовательного обучения:

(a) строится линейная модель с матрицей R1 и обучается до тех пор,
пока функция потерь не перестанет уменьшаться.

(b) строится модель второго порядка, линейная часть которой иници-
ализируется обученной матрицейR1, загруженной из предыдущей
модели. В этом случаеR1фиксируется и обучается только матрица
R2. Данный процесс продолжается матриц n-го порядка.

Для Кронекеровской моделей используется базовый подход к обуче-
нию. Одним из основных преимуществ этого подхода является быстрое обу-
чение. К недостаткам можно отнести потенциальное нарушение физичности
получаемых матриц, т.е. в процессе обучения не контролируются положения
ненулевых коэффициентов, однако это можно исправить,используя различ-
ные методы регуляризации и маскирования градиентов. Так же дополнитель-
ное улучшения результатов обучения может быть достигнуто путем приме-

32



нения надлежащей нормализации данных. Эти процедуры описаны ниже и
применимы как к Кронекеровской модели, так и к ансамблевой модели.

3.5.1 Регуляризация весов, маскирование градиентов

Использование масок в процессе обучения связано с необходимостью
сохранения физических матрицRi в задачах, описывающих физический про-
цесс, а также с необходимостью сократить время обучения полиномиальной
нейронной сети. Эта функциональность может быть применена во время тре-
нировки путем обнуления и фиксации малых компонентов весовых матриц.
Одновременно, за счет исключения нулевых элементов весовых матриц из
процесса обучения, уменьшается количество настраиваемых (обучаемых) па-
раметров (весов) модели.

Чтобы получить маску, мы должны сначала определить, какой из ко-
эффициентов отличен от нуля. Это допускается только в том случае, если
значения матриц получены на этапе запуска. В этом примере маски Rm

i того
же размера, что и матрицы Ri, построены таким образом, что вместо нену-
левых элементов исходных весов есть 1 и 0 вместо из нулей (или близких к
нулю).

Если матрицы Ri не были инициализированы при построении модели,
регуляризация весов L0 может быть использована для добавления к функции
потерь L следующего значения

β = λ
∑

g
(
rijk
)
. (25)

Здесь λ - это параметр регуляризации, который необходимо указать,

g(x) =

{
1, x ̸= 0

0, x = 0
, rijk являются элементами матрицы Ri. Норма L0 ограни-

чивает количество ненулевых элементов в весовых матрицах, увеличивая их
разреженность.

Комбинаторный характер функции (25) и ее не дифференцируемость
делают оптимизацию с использованием базовых алгоритмов затруднитель-
ным, поэтому предлагаются различные способы ослабления дискретного ха-
рактера штрафа [15, 16, 17], для эффективного применения методов оптими-

33



зации гладких функций.

3.5.2 Нормализация данных и весовые матрицы

Для улучшения процесса обучения предлагается нормализации данные,
а также инициализирующих весовых матриц. Нормализация инициализирую-
щих весовых матриц обусловлена нелинейностью системы (23). Для нормали-
зации вычисляется общий коэфициент для данных и для матриц. Нормализу-
ющий коэффициент вычисляется с использованием нормы L∞ для векторов
исходных данных.

∥X∥∞ = max |Xk|

В то же время, для нормализованных данных должно быть сохранено отно-
шение, аналогичное (23)

X̃ (ti+1) = bias+
N∑
j=1

R̃jX̃ (ti)
[j] ,

где˜означает нормализацию. В связи с чем данные нормируется следу-
ющим образом

X̃k =
Xk

∥X∥∞
.

Адля нормализации весовых данных элементыматрицыRi умножаются
на коэффициент αi = (∥X∥∞)i−1

R̃i = Riαi.

Глава 4. Результаты экспериментов

В качестве примера для всех дальнейших экспериментов будем рас-
сматривать СОДУ Лотки –Вольтерры

dx1
dt

= (α− βx2)x1

dx2
dt

= (−γ + δx1)x2

(26)
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Зафиксируем два параметра значениями γ = α = 1 и предположим, что
β = a1 и δ = a2 могут меняться с течением времени. Перепишем (26) в
следующем виде

dx1
dt

= (1− a1x2)x1

dx2
dt

= (−1 + a2x1)x2

da1
dt

= 0

da2
dt

= 0

(27)

Для (27) вычислим инициализирующие матрицы, а также получим обуча-
ющую выборку. Сравним результаты с использованием инициализирующих
матриц и без использования инициализирующих матриц. А так же сравним
результаты кронекеровской модели и ансамблевой модели. Также обучим
несколько ансамблевых моделей с разными вариантами задания сетки.

4.1 Эксперименты с кронекеровской моделью

Для кронекеровской модели проведем три эксперимента

1. Обучим кронереровскую модель без инициализирующих матриц с за-
фиксированными параметрами a1 и a2 и сравним результаты с числен-
ным решением.

2. Обучим кронереровскую модель с инициализирующими матрицами с
зафиксированными параметрами a1 и a2 и сравним результаты с не
обученной,но инициализированной моделью, и с численным решением.

3. Обучим кронереровскую модель с инициализирующими матрицами с
зафиксированными параметрами a1 и a2. Для сравнения будем исполь-
зовать также численное решение, но параметры в векторе начальных
данных будем изменять в каком то диапазоне.

Для первого эксперимента была сгенерирована обучающая выборку для
a1 = 6 и a2 = 11 состоящая из 30 траекторий в каждой из которой 10
точек. После обучения данной модели получились следующие результаты.
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Рис. 6: Динамика функции потерь зависящее от количества эпох

Рис. 7: Сравнение решений системы (27) для каждой переменной

На рис.6 можно заметить, что функция потерь стремится к нулю, а на
рис.7 видно, что значения x1 прогнозируются довольно точно, а вот прогно-
зирование x2 с каждым шагом ухудшается, что показывает нам не эффектив-
ность отсутствия матриц инициализации.

Для второго эксперимента была сгенерирована обучающая выборку для
a1 = 6 и a2 = 11 состоящая из 30 траекторий в каждой из которой 10 точек,
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а так же инициализирующие матрицы при a1 = 6 и a2 = 11. После обучения
данной модели получились следующие результаты.

Рис. 8: Сравнение решений системы (27)

На рис.8 можно заметить, что инициализированная модель сразу обес-
печивает хорошую точность, а обучение модели лишь повышает точность.
Также стоит заметить, что для этого эксперимента количество эпох было 10,
что значительно меньше чем для первого эксперимента.

Для третьего эксперимента были сгенерированы 2 выборки одна из ко-
торых обучающая, а другая тестовая. Каждая их этих выборок была сгенери-
рована для 1 < a1 < 10 и 1 < a2 < 10 и содержит 200 траекторий по 10 точек
в каждой из выборок, а так же инициализирующие матрицы при a1 = 5.5 и
a2 = 5.5. Для проведения сравнений результаты сравнивались с численным
решением и использовалась тепловая карта (Heatmap) значения для которой
были получены с помощью корня среднеквадратичной ошибки(RMSE).

Рис. 9: Сравнение отклонений решений системы (27), до обучения (слева) и после обучения
(справа)

На рис.9 можно заметить, что при a1 = a2 = 5.5 получено довольно,
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точное решение, однако при изменение параметров a1 и a2 среднеквадра-
тичная ошибка очень сильно возрастает и достигает своего максимума при
a1 = 1, a2 = 10 и даже обучение этой модели не сильно влияет на результат.

4.2 Эксперимент с ансамблевой моделью

Для ансамблевой модели проведем два эксперимента

1. Обучим ансамблевую модель с набором инициализирующих матриц.
Параметры будут иметь следующие ограничения 1 < a1 < 10 и
1 < a2 < 10. Сетка будет иметь квадратную структуру с по постоянным
шагом для каждого из параметров.

2. Обучим ансамблевую модель с набором инициализирующих матриц.
Параметры будут иметь следующие ограничения 1 < a1 < 10 и
1 < a2 < 10. Сетка будет иметь прямоугольную структуру с не посто-
янным шагом для каждого из параметров.

Для первого эксперимента были сгенерированы 2 выборки одна из которых
обучающая, а другая тестовая. Каждая их этих выборок была сгенерирована
для 1 < a1 < 10 и 1 < a2 < 10 и содержит 200 траекторий по 10 то-
чек в каждой из выборок, а так же построены инициализирующие матрицы
по значения параметров соответствующих сетке. Для проведения сравнений
результаты сравнивались с численным решением и использовалась тепловая
карта (Heatmap) значения для которой были получены с помощью корня сред-
неквадратичной ошибки(RMSE).
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Рис. 10: Сравнение отклонений решений системы (27), до обучения (слева) и после обучения
(справа)

На рис.10 можно заметить, что результаты полученные с помощью ан-
самблевой модели значительно точнее по сравнению с результатами получен-
ными в третьем эксперименте с кронекеровской моделью.

Для второго эксперимента были сгенерированы 2 выборки и рассчитаны
инициализирующие матрицы аналогично первому эксперименту, но в данном
эксперименте сетка была заданна с не постоянным шагом.

Рис. 11: Сравнение отклонений решений системы (27), до обучения (слева) и после обучения
(справа)
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На рис.11 можно заметить, что результаты полученные с использовани-
ем сетки с непостоянным шагом позволило получить результаты лучше чем
в прошлом эксперименте.

Представленные эксперименты с ансамблевой и кронекероской моде-
льюпоказывают, преимущества ансамблевоймодели в задачах с параметрами.

Выводы

Работа посвящена теме решение СОДУ с параметрами с использовани-
ем нейронных сетей. В связи с растущим спросом на методики, позволяющие
эффективно решать задачи, связанные с СОДУ, а также возрастающая попу-
лярность и эффективность нейронных сетей, задача разработки алгоритмов
решения СОДУ с использованием нейронных сетей становится все более ак-
туальной и перспективной.

В ходе решения прямой задачи решенияСОДУспараметрами представ-
лен алгоритм построения матричных отображений. Также описаны вспомо-
гательные алгоритмы которые требуются для численной реализации метода
матричных отображений.

Разработан подход позволяющий использовать метод матричных отоб-
ражений в нейронных сетях, реализованы полиномиальные нейронные сети.
Описан алгоритм построения сетки для ансамблевой нейронной сети, про-
цесс интерполяции с использование барицентрических координат, а также
описаны особенности обучения реализованных нейронных сетей.

Вычислительный эксперимент производился с помощью языка Python с
использованием следующих библиотек: sympy, numpy, tensorflow. По резуль-
татам проведенных экспериментов можно сказать, что наилучший резуль-
тат для моделирования процессов описанных СОДУ с параметрами показала
ансамблевая модель для построения которой использовалась сетка с непо-
стоянным шагом. Также была показана эффективность вычисления инициа-
лизирующих матриц, в частности кронекеровская модель показала лучший
результат именно при использовании инициализирующих матриц.
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Заключение

Достигнутые результаты:

• Разработан алгоритм решения СОДУ с параметрами.

• Разработаны 2 модели нейронных сетей кронекеровская и ансамблевая.

• Доказана теорема о экспоненциальном виде коэффициентов матрицRi.

• Описаны особенности обучения разработанных моделей нейронных се-
тей.

• Проведен вычислительный эксперимент ипоказана эффективность пред-
ложенных подходов.
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