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[bookmark: _gjdgxs]Введение
Построение тематической модели корпуса текстов - это задача, относящаяся к области извлечения информации. Это процесс извлечения наборов слов (тем) из набора документов, которые наилучшим образом отражают существующую в данном наборе документов информацию.  Тематическое моделирование включает в себя методы, с помощью которых можно оптимизировать работу с большим количеством текстовой информации.
Поскольку тематическое моделирование - многофункциональный, развивающийся метод, в настоящее время он используется во многих областях: от обработки естественного языка до научной литературы, программной инженерии, биоинформатики, гуманитарных наук и так далее. Тематическое  моделирование находит  широкое  применение в  решении  задач информационного  поиска,  автоматического  аннотирования и индексирования документов, выявления паттернов поведения,  обнаружения и отслеживания событий в новостных потоках, построения профилей интересов пользователей в рекомендательных системах и т.д.
В настоящее время значительная часть населения Российской Федерации (48%), согласно исследованию Digital 2020 Global Overview Report [15], использует те или иные социальные сети.  Одним из направлений обработки естественного языка является исследование социальных сетей и тематическое моделирование на материале постов пользователей той или иной социальной сети. Актуальность данного исследования определяется значимостью анализа изменения наиболее распространённых тем среди пользователей для различных областей, таких как маркетинг, безопасность, образование, менеджмент и т.д. Результат подобного анализа может помогать задавать вектор развития определенной области, выявляя ключевые и актуальные для пользователей темы. 
В данной работе сделан акцент на исследование подтем в рамках темы COVID-19, так как в условиях пандемии активное обсуждение в социальных сетях различных сфер жизни общества даст наиболее показательные результаты использования методов тематического моделирования в определении тем и сопоставлении тематического состава постов пользователей за определенный промежуток времени.В нашем исследовании применяется два подхода к построению тематической модели на основе одного корпуса постов из социальных сетей: латентное размещение Дирихле LDA (Latent Dirichlet Allocation) и двунаправленная мультиязычная модель BERT, а также производится анализ и сравнение полученных результатов.
Целью данной работы является автоматическое исследование тематики сообщений в социальной сети Twitter в заданных хронологических рамках с помощью алгоритмов тематического моделирования. 
Для достижения поставленной цели необходимо решить следующий ряд задач:
1) изучение существующих алгоритмов тематического моделирования;
a. обзор анализ хода развития технологии тематического моделирования 
b. исследование существующих методов и алгоритмов тематического моделирования
2) выбор источника данных;
3) сбор данных с помощью интерфейсов API Twitter  и   библиотеки Tweepy для языка программирования Python; 
4) предварительная обработка данных;
5) построение тематической модели LDA;
6) построение тематической модели с использованием алгоритмов LDA и BERT;
7) оценка полученных результатов с помощью выбранных методов оценивания качества тематических моделей
8) сравнение результатов экспериментов
В качестве материала исследования была выбрана социальная сеть Twitter. Данная социальная сеть была выбрана в связи с наличием доступного интерфейса  API и необходимых для данного исследования параметров для сбора данных, таких как объём постов, язык, страна публикации, временной диапазон и наличие в посте ключевых слов (“коронавирус”, “пандемия”, “covid’’, “ковид”, “корона”), материалом исследования послужил корпус русскоязычных сообщений из социальной сети Twitter на тему COVID-19 за период с 03.2020 по 03.2021. Twitter остается самой “высокой” из всех соцсетей – в среднем на каждого автора приходится 47,1 сообщений в месяц. 
В качестве основного инструментария для тематического моделирования в данной работе выбран алгоритм тематического моделирования LDA и нейронная сеть BERT, использование которой должно исключить влияние вышеперечисленных факторов на конечный результат.
Теоретическая значимость исследования заключается в разработке гибридной тематической модели корпуса текстов, совмещающей в себе вероятностную тематическую модель и модель распределенных векторов.
 	Практическая применимость результатов исследования заключается в описании тематической структуры узкоспециализированного русскоязычного корпуса, а именно, корпуса твитов, содержание которых ассоциировано с СOVID-19. Данное исследование может быть использовано социологами и психологами в мониторинге новостных сообщений и социальных сетей.
В настоящее время отсутствуют работы на предмет исследования русскоязычных сообщений пользователей в социальных сетях на основании модели BERT+LDA. Этот факт подтверждает новизну выпускной квалификационной работы.

Глава 1. Тематическое моделирование: основные понятия и алгоритмы
[bookmark: _30j0zll]1.1. Введение в тематическое моделирование
В первую очередь необходимо определить основные понятия для тематического моделирования, которые мы используем в данной работе. Определим эти понятия следующим образом.
1. Терм - основная единица дискретных данных. В роли термов могут выступать исходные слова, леммы, словосочетания.
2. Документ - это последовательность из N слов, обозначаемых как  w = (w1, w2, ..., wn), где wn - это n-ое слово в последовательности.
3. Корпус - это набор документов, обозначенных как D  =   (w1, w2, ..., wM).
4. Тема t представляет собой набор слов, часто встречающихся в  тексте документов совместно, который в свою очередь рассматривается, как  неупорядоченная независимая выборка слов, или bag-of-words. 
Тематическая модель - модель коллекции текстовых документов, которая определяет, к каким темам относится каждый документ коллекции. Тематическое моделирование - это тип статистического моделирования для выявления абстрактных тем, которые встречаются в корпусе. Все тематические модели основаны на одном и том же базовом предположении: каждый документ состоит из нескольких тем, каждая тема состоит из набора слов. Другими словами, тематические модели построены на идее, что семантика нашего документа фактически регулируется некоторыми скрытыми переменными, которые мы не наблюдаем. Цель тематического моделирования - выявить эти скрытые переменные - темы, которые определяют смысл нашего документа и корпуса.
Гипотеза bag of words позволяет рассматривать документ как мультимножество, т.е. подмножество термов d ⊂ W, где каждый терм w ∈ d повторен ndw раз. При работе с тематической моделью порядок термов в документе не является важным и не учитывается. Таким образом, мы имеем множество Ω = D × W × T, с функцией вероятности p(d, w, t). Вероятность события “терм w документа  d связан с темой t” задается формулой:
p(d, w, t) =  
Вся коллекция документов в корпусе определяется как Ωn = {(di wi ti) | i = 1, …, n}.
Тематическое моделирование можно принять за кластеризацию, однако задача тематического моделирования - не отнести документ к одному кластеру, а осуществить мягкую кластеризацию, то есть отнести один документ к нескольким кластерам, каждый из которых является определенной темой. Учитывая то, что тема - это набор наиболее вероятных слов, объединенных по принципу семантической близости, можно сказать, что тематическая модель опирается на вероятностное распределение тем в документах. 

1.2. Задачи и основные алгоритмы тематического моделирования
Методы тематического моделирования относятся к алгоритмам, которые обнаруживают скрытые скрытые семантические представления в заданном наборе документов [19], [40]. С помощью тематической модели анализируются текстовые документы, чтобы обнаружить темы, которые они содержат, и то, как эти темы связаны друг с другом [18]. Методы были первоначально разработаны как инструменты для интеллектуального анализа текста, но также использовались для обнаружения структуры в генетических данных и изображениях, а также нашли применение в области биоинформатики [32] и компьютерного зрения [24]. Основной целью тематического моделирования является определение тематической структуры документов в корпусе, определение тематики документов и описание каждую полученную тему t словами естественного языка с использованием распределения p(w|t).
В настоящее время существует несколько методов тематического моделирования, которые в свою очередь делятся на алгебраические и вероятностные. Подходы к тематическому моделированию представляют собой разновидность методов машинного обучения без учителя, поскольку темы и параметры смеси неизвестны и выводятся исключительно на основе данных. 
Один из наиболее распространенных методов построения тематических моделей - метод латентного размещения LDA (Latent Dirichlet Allocation) [20]. Алгоритм основывается на распределении Дирихле и модели bag-of-words. Данный метод осуществляет мягкую кластеризацию. Предполагается, что слова, содержащиеся в документе, порождены латентной темой, которая определяется  вероятностным распределением на  множестве всех слов текста. LDA позволяет работать с корпусами большого размера.
Другой фундаментальный метод тематического моделирования - это pLSA [28]. Модель pLSA - это вероятностная модификация модели LSA. Алгоритм работы в модели pLSA основан на методе Байеса. Также в данной модели учитывается многозначность слов. 
Обе эти модели широко используются для тематического моделирования и были модифицированы и расширены для многих новых моделей. При использовании LDA и pLSA считается, что каждый документ состоит из набора тем, а каждая тема состоит из набора слов. 
Пример концепции тематического моделирования приведен в таблице [1], на котором показаны тексты из корпуса документов, который составили пользовательские посты форума Habr. Таблица демонстрирует темы, которые были извлечены с использованием техники тематического моделирования LDA для этих текстов. Как можно видеть, эти темы обеспечивают разумное резюме текстов. Из тем можно сделать вывод, что тексты говорят об обработке изображений/видео. Слова, составляющие тему, расположены в порядке наибольшей вероятности.
Таблица 1. Темы, полученные с помощью алгоритма тематического моделирования LDA
	Тема 1
	сеть распознавание обучение фильтр изображение данный 

	Тема 2
	объект изображение искажение рисунок значение алгоритм

	Тема 3
	видео камера хранение система реальный устройство



Среди моделей также есть такие модели, как латентно-семантический анализ LSA (Latent Semantic Analysis) и  стандартная векторная модель текста VSM (Vector Space Model).
Модель векторного пространства (VSM) основана на понятии подобия (similarity). Модель предполагает, что релевантность документа запросу примерно равна подобию документа и запроса. И документы и запросы представляются с использованием модели bag of words. Документы и термы представляются в виде n-мерных векторов и взвешиваются с использованием метода tf-idf. Запросы также представлены в виде n-мерных векторов. Сравнивая векторы (косинусное расстояние) можно оценить, насколько подобны документы и насколько то или иное слово характерно для документа, а также как они связаны в документе. Используя VSM невозможно учитывать многозначность слов.
Модель LSA обладает теми же главными характеристиками, что и VSM, но в целях выявления наиболее значимых слов в текстах в LSA используется Singular Value Decomposition - сингулярное разложение матрицы совместной встречаемости. Такая модель может работать с многозначностью и применяется преимущественно для больших корпусов документов, а также позволяет частично учесть контекстную синонимию, в отличие от модели VSM. 
Существуют и такие модели, как совместная вероятностная модель (Joint Probabilistic Model), скрытая марковская модель (Aspect Hidden Markov Model), автор-тематическая модель (Author-Topic Model), модель автор-получатель ARTM (Author-Recipient Topic Model), корреляционная тематическая модель CTM (Correlated Topic Model), модель семантического пространства (Word Space Model), HAL (Hyperspace Analogue to Language), COALS (Correlated Occurrence Analogue to Lexical Semantics) и т. д.

1.3. Обзор алгоритмов BERT и LDA
В данной работе будут использованы две вышеупомянутые модели: BERT и LDA. BERT (Bidirectional Encoder Representations from Transformers) - это двунаправленная многоязычная модель. Данная модель представляет собой двунаправленную нейронную сеть, осуществляющую контекстно-зависимую обработку и обученную на архитектуре Transformer. 
Это значит, что языковая модель учитывает в определении контекста конкретного слова то, что стоит в предложении перед ним и после него. Данная модель используется для решения определения тональности текста, классификации текстов, построения выводов по тексту, вопросно-ответных систем и т.д. 
Модель BERT предварительно обучается без учителя на двух задачах: моделирование “масок” и предсказание следующего предложения. В основу работы BERT положены такие алгоритмы, как ELMO, ULMFiT, OpenAI и Transformer GPT-2. Они позволяют предварительно обучать языковые модели без учителя на больших корпусах данных и затем адаптировать алгоритмы под определенные задачи. С помощью BERT можно разрабатывать программы для обработки естественного языка: чат-боты, вопросно-ответные системы в произвольной форме, программы для анализа текста и автоматических переводов и т.д.
Прежде чем начать работу с BERT, нужно преобразовать документы в числовые данные. Далее BERT работает в соответствии с принципом векторного представления слов, который опирается на контекстную близость, когда слова, встречающиеся в тексте рядом с одинаковыми словами, в векторном представлении будут иметь близкие координаты векторов. Таким образом, BERT выполняет также и предиктивные функции. 
Прежде всего на этапе подачи на вход данной модели текст подвергается токенизации. Входной текст разбивается на список токенов, составляющих словарь. Для того чтобы работать со словами, не представленными в словаре, BERT использует метод, основанный на токенизации WordPiece. При данном подходе слово, отсутствующее в словаре, пошагово разбивается на более мелкие части и таким образом слово становится набором из его частей. 
На вход модели подается последовательность токенов, которые сначала трансформируются в векторы, а затем обрабатываются нейронной сетью. Каждый слой энкодера применяет self-attention (механизм внутреннего внимания), который изучает контекстные отношения между словами в тексте и передает результаты в сеть прямого распространения, после чего направляет его следующему энкодеру [41]. Выходные данные представляют собой последовательность векторов размера N, где каждый вектор соответствует входному токену с тем же индексом.  Визуальное представление модели представлен  рис. 1.

[image: ]
Рис 1. Архитектура модели BERT[footnoteRef:1]  [1:  3D Representation of a Transformer BERT https://peltarion.com/blog/data-science/illustration-3d-bert ] 

Рассмотрим подробнее алгоритм LDA (Latent Dirichlet Allocation) - метод латентного размещения Дирихле. Данный алгоритм основан на принципе априорного распределения Дирихле и использует в своей работе принцип bag-of-words. Метод LDA осуществляет мягкую кластеризацию и предполагает, что  каждое слово в документе  порождено некоторой латентной темой, которая определяется вероятностным распределением на множестве всех слов текста. 
На вход модели поступает корпус текстов, каждый из которых является отдельным документом. Результатом работы модели является список тем, выявленных в корпусе и представленных списком наиболее  характерных  слов для  каждой  рассматриваемой  темы. 


Рассмотрим вероятностную тематическую модель LDA более подробно с математической точки зрения. Вначале введем следующие обозначения:


2

,
,
;          
.          
где  — матрица терминов тематик, а  — матрица тематик документов. Важно то, что матрицы  и  являются стохастическими. Стохастическая матрица – это матрица с нормированными столбцами и неотрицательными элементами. Модель LDA основана на вероятностной модели появления пары «документ-терм», которая может быть представлена следующим образом: 
				
где  — это априорное распределение на множестве документов. Эта вероятностная модель лежит в основе LDA, но теперь делаются дополнительные предположения о том, что векторы документов  и векторы тематик  порождаются распределениями Дирихле с параметрами  и  соответственно:

;   
; 
где  — гамма-функция.
Учитывая данные предположения, рассмотрим Байесовскую сеть модели LDA, изображенную на рисунке 2.  
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Рис 2. Байесовская сеть модели  LDA
Параметры α и β являются гиперпараметрами модели и одновременно параметрами распределения Дирихле, и обычно они задаются до начала обучения модели. Переменная  является наблюдаемой и представляет собой термин, стоящий на n-ой позиции в документе d. Все остальные переменные являются латентными (скрытыми). 
Для оценки параметров модели LDA по коллекции документов D применяются вариационный Байесовский вывод и метод сэмплирования Гиббса [1].
Основной недостаток модели LDA заключается в том, что априорные распределения Дирихле не моделируют никаких особенностей языка и имеют слабые лингвистические обоснования. Они используются для того, чтобы облегчить Байесовский вывод для модели [3].
Позднее было создано множество расширений LDA [18]. Тем не менее, остается сложность вывода алгоритмов обучения для новых моделей, а также сложность комбинирования моделей с дополнительными требованиями, к примеру, с учетом иерархий тем, учетом мета-данных, отказом от гипотезы bag-of-words, учетом временного фактора и т.д.

1.4. Sentence-BERT 
Sentence-BERT [37] является расширением предварительно обученной модели BERT и обеспечивает семантически значимые векторы предложений, а не эмбеддинги слов. Поскольку эмбеддинги предложений больше подходят для типа данных, используемого в этой работе, была использована именно эта модель.
Sentence-BERT (также называемая S-BERT) настраивает предварительно обученную сеть BERT. Это обеспечивает семантически значимые эмбеддинги предложений. Эти семантически значимые эмбеддинги предложений можно затем сравнить, используя косинусное сходство.
Эти эмбеддинги также можно использовать для кластеризации и семантического поиска. Используя эти методы, Sentence-BERT более эффективен с точки зрения вычислений, чем BERT, при сохранении точности BERT. Sentence-BERT выполняет задачу поиска наиболее похожего предложения за 5 секунд, на что BERT требуется 65 часов, как заявлено в их статье [37].
Векторы предложений сравниваются путем вычисления косинусного сходства между ними. Эти векторы предложений фиксированного размера также можно сравнивать с помощью других мер сходства, таких как Манхэттенское или Евклидово расстояние.
Мы использовали модель Sentence RuBERT [39] - кодировщик предложений на основе векторов для русского языка. Модель основана на базовой модели RuBERT и обучена на SNLI (The Stanford Natural Language Inference (SNLI) Corpus), переведенном на русский язык с помощью Google Translate, а также на русскоязычной части корпуса XNLI  [44].

1.5. Векторы слов
Прежде всего, стоит упомянуть, что для того, чтобы совершить обработку слов с использованием той или иной модели машинного обучения, нужно представить слова в числовой форме, пригодную для того, чтобы моделями производились вычисления. Вектор слова - это представление слова в векторной форме, которая может передавать их семантику или смысловые отношения (т.е. способность различать схожие и противоположные по смыслу слова или находить параллели в отношениях словарных пар). Эти представления отражают синтаксическое или семантическое значение слова или контекст слова или комбинации этих параметров. В эмбеддингах слова представлены как векторы фиксированной длины с действительными значениями. Эти связи изучаются с использованием множества различных методов, таких как нейронные сети, двунаправленный LSTM, автокодировщики и т. д.
После обучения эмбеддинги также можно повторно использовать для другого набора данных. Следовательно, можно сделать вывод, что предварительно обученные эмбеддинги слов могут использоваться как одна из форм трансферного обучения [45].
Векторы эмбеддингов слов могут в дальнейшем использоваться вместе с математическими функциями (такими как косинусное сходство или евклидово расстояние) для поиска семантически похожих слов.
Косинусное сходство измеряет сходство между заданными двумя ненулевыми векторами внутреннего пространство продукта. Для двух векторов A и B косинусное сходство cos (θ) может быть получено из формулы евклидова скалярного произведения, как показано ниже [22]: 
 cos(θ) =  
Евклидово расстояние между двумя точками в евклидовом пространстве - это длина отрезка прямой между этими двумя точками. Для точек, заданных декартовыми координатами в n-мерном евклидовом пространстве, расстояние равно
d(p,q) = 
Существует множество различных моделей для построения различных типов эмбеддингов слов [45], например, BERT (Devlin и др.) [23], GloVe от Pennington и др. [35], Word2vec (Mikolov и др) [33], ELMo (Peters и др.) [36].

1.6. TF-IDF 
Term Frequency-Inverse Document Frequency (TF-IDF) - это статистическая мера важности и релевантности слова для документа в наборе документов. В расчетах TF-IDF важность слова пропорциональна тому, сколько раз это слово встречается в документе, затем она компенсируется частотой этого слова во всем корпусе. Согласно показателю TF-IDF, слова, которые часто встречаются в каждом документе, например, союз «и», имеют более низкий показатель, хотя они встречаются в документе много раз, тогда как слово «натрий» много раз встречается в том или ином документе, но не встречается в других документах, поэтому оно будет считаться релевантным. 
Оценка TF-IDF для слова x в документе m из набора документов M рассчитывается следующим образом 

TF, в свою очередь, рассчитывается по следующей формуле:

IDF:

Расчет TF-IDF может быть очень полезным методом для представления документов, поскольку он может быть лучшей заменой статистики на основе подсчета слов, а также может быть использован в алгоритмах машинного обучения для кластеризации и классификации документов. Его также можно использовать для поиска наиболее похожих документов, поскольку документы с похожими важными словами будут иметь аналогичное векторное представление.

1.7. Оценивание качества тематических моделей
Одним из значимых шагов данной работы является оценивание работы алгоритмов тематического моделирования. Существует несколько критериев по которым происходит оценка качества, они делятся на две группы: внешние и внутренние. Внешние критерии зависят от поставленной задачи. Существует несколько основных внешний критериев: число найденных интерпретируемых тем и т.д. 
К внутренним критериям относится перплексия - мера, которая используется для оценивания вероятностных моделей языка.  Это мера несоответствия p(w|d) термам w,  встречающихся в документах  d [2]. Эта мера качества тесно связана с правдоподобием. Можно сказать, что это мера различности или неопределенности слов в тексте. Если распределение слов является неравномерным, то перплексия, соответственно, уменьшается, по сравнению с тем значением, которое дает равномерное распределение. Перплексия — это показатель “ветвления” текста, “ветвление”, в свою очередь, это среднее количество слов, которые мы предполагаем увидеть после каждого слова. Перплексия вычисляется через log-правдоподобие:

 Чем меньше значение данной меры, тем успешнее срабатывает предсказание моделью появления того или иного терма w в документе d. В случае, если произойдет переобучение, оценка может быть ниже предполагаемого. Для этого случая существует перплексия отложенной (тестовой) коллекции или hold-out perplexity [3]. Если коллекцию документов в корпусе предположительно поделить на две части, тематическая модель будет обучаться на первой части, также для нее будет строиться матрица. Проверяться тематическая модель будет на второй части коллекции, по ней будут распределяться по темам отдельные документы. Таким образом можно получить “чистую” оценку, не подвергнувшуюся влиянию переобучения. 
Таким образом, перплексия только отражает результат построения матричного разложения. В связи с этим существуют и другие способы оценки качества, например, интерпретируемость. Этот метод оценки требует непосредственного участия человека (эксперта). 
Эксперту необходимо оценить интерпретируемость полученных в результате работы алгоритма тем, то есть по ключевым словам, полученным для каждой темы, понять, о чём она и, по возможности, озаглавить ее. Эксперты рассматривают темы как последовательности слов, упорядоченные по вероятности слов в каждой теме, обращая внимание на слова, имеющие наибольшие вероятности в этой теме. После чего эксперт должен сделать вывод о том, возможно ли интерпретировать тему. Критерии оценки варьируются.  Так как такой метод оценки субъективен, мнения экспертов могут существенно отличаться, и решением в данном случае может стать средний показатель оценки всех экспертов. Данная процедура достаточно продолжительная и трудоемкая, особенно если работа проводится на объемных наборах данных. Далее требования к этому методу оценки не формализованы: выбор параметров оценивания зависит от конкретной задачи, материала и целей исследования. 
Еще один метод с привлечением экспертов - метод интрузий. Суть метода заключается во внедрении в список ключевых слов одного слова, не относящегося к этому списку. Задача экспертов - определить то самое “лишнее” слово.
Отталкиваясь от того, что, как уже упоминалось, метод экспертной оценки достаточно затратной операцией, обратимся к еще одной широко распространенной мере оценивания качества работы алгоритма тематического моделирования, которая называется когерентность или согласованность. Тему можно назвать когерентной или согласованной при условии, что частая совместная встречаемость термов в теме не случайна. Когерентность показывает, насколько часто слова, встречающиеся рядом в текстах, оказываются ключевыми для одних и тех же тем. Необходимо взять заданное число ключевых слов в темах и просмотреть все пары слов, которые оказались ключевыми темы, посмотреть, насколько часто они встречаются рядом в документах и насколько случайно это происходит.  В расчете когерентности используется метод поточечной взаимной информации -  PMI (point mutual information) [34]. Эта численная мера вычисляется по наиболее вероятным словам темы по следующей формуле:
PMI(z) = 
В числителе указана вероятность того, что мы встретим два слова из заданной пары слов a и b, а в знаменателе - произведение вероятностей их независимого друг от друга расположения.   Wi — i-ый термин в порядке убывания в ϕwz, E(w) — число документов, содержащих слово w, E(wi wj) указывает на количество документов, в которых хотя бы раз слова wi и wj встречаются рядом. Число k указывает на количество рассматриваемых терминов в ϕwz и обычно устанавливается равным 10 [2]. Это величина, которая представляет собой логарифм отношения трех вероятностей. В случае, если мы не случайно часто встречаем ту или иную пару слов рядом, то числитель будет намного больше знаменателя, и чем выше величина поточечной взаимной информации, тем выше неслучайность того, что два слова стоят рядом. Если эти слова стоят совсем рядом, такие пары слов называются коллокациями. Когерентность наилучшим образом коррелирует с экспертными оценками. 
Среднее значение когерентности для всех тематик дает хорошую оценку интерпретируемости модели [34]. Чем выше это значение, тем лучше согласованы темы. 
С связи с тем, что мы совершаем кластеризацию, нам необходимо оценить качество полученных кластеров. Для этого существует метрика Silhouette Score, которая также относится к метрикам интерпретации, а также проверки согласованности в кластерах данных. Этот метод дает краткое графическое представление о том, насколько хорошо каждый объект был классифицирован [38].
Значение Silhouette Score является мерой того, насколько объект кластера (в данной работе - тема) похож на его собственный кластер (согласованность) по сравнению с другими кластерами (разделение). Silhouette Score варьируется от -1 до +1, где высокое значение указывает, что объект хорошо соответствует своему собственному кластеру и в меньшей степени соответствует соседним кластерам. Если большинство объектов имеют высокое значение, это значит, что кластеризация выполнена успешно и выбраны подходящие параметры для ее совершения. Если значение низкое или отрицательное, то необходимо изменить конфигурацию кластеризации, т.е. подобрать более оптимальное количество кластеров.
Silhouette Score можно рассчитать с помощью любой метрики расстояния, такой как евклидово расстояние или манхэттенское расстояние.
Silhouette Score вычисляется с помощью среднего внутрикластерного расстояния (a) и среднего расстояния до ближайшего кластера (b) по каждому образцу.
Наши данные были сгруппированы с помощью метода k-средних, в 12 кластеров. Для единицы данных в кластере  пусть 
 
среднее расстояние между i и другими единицами данных в этом кластере, где  d (i, j) - это расстояние между единицами данных  i и j  в кластере . Мы можем интерпретировать значение a(i) как меру, показывающую, насколько правильно единица данных i относится к тому или иному кластеру. 
Затем рассчитывается несхожесть единицы данных i c кластером  с кластером (среднее расстояния i от каждой единицы данных в кластере , где ). 
 Таким образом, для каждой единицы данных 

наименьшее среднее расстояние i до остальных единиц данных в кластере, не включающем i. Кластер с наименьшим средним различием называется “соседним”, так как он является наиболее подходящим дл этой единицы данных. 
	Таким образом,  Silhouette Score для единицы данных 
,  если 
 и .
Несмотря на некоторые недостатки, эти метрики являются наиболее популярными в исследовании качества тематической модели.

[bookmark: _1fob9te]
Глава 2. Эксперимент по построению тематической модели корпуса сообщений пользователей сети Twitter
[bookmark: _3znysh7]2.1. Выбор источника и сбор данных
Социальные сети и онлайн-платформы являются мощным инструментом для быстрого обмена информацией об общественном здравоохранении. Один из самых популярных - Twitter. Twitter - это бесплатная платформа для микроблогов, в которой ежедневно регистрируются 152 миллиона пользователей и более 500 миллионов человек посещают Twitter в месяц. Нами было принято решение проанализировать публикации пользователей с упоминанием COVID-19 в течение периода с октября 2020 года до марта 2021 года. Исследование сообщений пользователей именно этой социальной сети может быть интересно тем, что они быстро передают информацию о любых новостях относительно той или иной темы, либо хорошо отражают события, происходящие в определенное время.
Выделить темы в большом массиве сообщений пользователей в социальной сети - сложная задача, поскольку ежедневно появляются миллионы твитов, охватывающих тысячи тем, присутствует шум (сленг, смайлы, грамматические ошибки), текст твитов короткий (140 символов), а также присутствуют мультиязычные твиты (в данной работе - монгольский язык). 
В данной работе мы проанализировали твиты на русском языке. Анализ этой информации может помочь понять основные темы, волнующие пользователей, а также основные события, относящиеся к пандемии COVID-19. Более того, подходы машинного обучения (ML) и методы обработки естественного языка (NLP) могут быть очень полезны для описания объема информации о COVID-19, публикуемой в микроблогах.
Нами было изучено программное обеспечение для автоматического формирования корпуса на основе библиотеки Tweepy для Python [7]. Основной язык документов в корпусе - русский, однако не удалось исключить попадание в корпусе сообщений на монгольском языке. С помощью регулярных выражений были отфильтрованы латинские вкрапления, символы, специальные символы и числа, а также с помощью функций библиотеки Tweepy были отфильтрованы повторные публикации одних и тех же сообщений. 
[bookmark: _2et92p0]В темах, создаваемых на основе алгоритмов LDA и BERT, мы ожидаем увидеть репрезентативные результаты, четко отражающие произошедшие события этого периода времени в рамках пандемии.
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2.2. Предварительная обработка корпуса
Перед началом построения вероятностной тематической модели любой текст на естественном языке должен пройти этап предварительной обработки. Во-первых, при работе с текстовыми документами на русском языке необходимо выполнить токенизацию и лемматизацию, т.е. приведение каждого слова в документе к его нормальной форме. Для этой цели мы использовали один из лемматизаторов, используемых для русского языка pymorphy2 [12]. 
Следующим обязательным этапом предварительной обработки корпуса является удаление из текстовых документов стоп-слов. Так называют частотные слова (предлоги, междометия, частицы, союзы, местоимения, числительные и др.), которые не представляют исследовательского интереса. Удаление стоп-слов значительно сокращает длины текстовых документов, что ускоряет процесс их обработки. В данной работе количество токенов после обработки сократилось в 9 раз. На этом же этапе происходит фильтрация знаков препинания. 
Различаются два вида стоп-слов: 
1) шумовые слова, специфичные для конкретного документа или для конкретного набора документов;
2) фоновые общеупотребительные слова, встречающиеся во всех документах.
Важно отметить, что состав стоп-словаря варьируется в зависимости от задач исследователя. 
По этой причине мы не исключали специфическую лексику и обращали особое внимание на темы, в которых она встречается (например,  «мигрант», «майский», «концерт» и т.д.). В анализе вероятностных тематических моделей, построенных на корпусах сообщений из социальных сетей, именно специфические леммы позволяют так или иначе проинтерпретировать тему и понять, с каким реально произошедшим событием она связана.
С другой стороны, для всего набора пользовательских сообщений характерны определенные частотные шумовые слова, отражающие специфику разговорного стиля, употребляемого пользователями в социальных сетях. Они могут с равной вероятностью относиться к разным темам, поэтому их не стоит учитывать при построении тематической модели. К примеру, мы включили в список стоп-слов следующие специфичные для сообщений на тему COVID-19 слова: «коронавирус», «корона», «пандемия», «ковид». 
В результате предварительной обработки нам удалось значительно сократить объем исследуемого корпуса. Количество токенов в корпусе сократилось в 7 раз. Кроме того, предварительная обработка данных повлияла на объем используемой памяти для хранения данных, а следовательно и на время работы алгоритмов.


2.3. Построение тематической модели корпуса
Для проведения экспериментов с моделями LDA и BERT были реализованы программные модули на языке программирования Python. Данные модули предназначены для проведения двух серий экспериментов, позволяющих дать оценку двум алгоритмам тематического моделирования. 
Первый ряд экспериментов позволил получить и проанализировать результат работы алгоритма LDA применительно к собранному корпусу. Проводились серии экспериментов с изменением числа тем (5/12/20) и изменением количества слов, отражающихся в каждой теме (5/10/15). 
Прежде чем начать работу с моделью LDA, мы перевели все документы в корпусе в вид терм-документной матрицы с помощью библиотеки scikit-learn [8]. 
Терм-документная матрица — это матрица, которая имеет размер  N x W, где N — количество документов в корпусе, а W — размер словаря корпуса т.е. количество слов (уникальных) которые встречаются в нашем корпусе. В i-й строке, j-м столбце матрицы находится число — сколько раз в i-м тексте встретилось j-е слово. Модель LDA строит  два распределения: для данной терм-документной матрицы и T заранее заданного числа тем: распределение тем по текстам (матрица размера N×T) и распределение слов по темам (матрица размера T×W).  Значения ячеек данных матриц — это вероятности того, что данная тема содержится в данном документе (или доля темы в документе, если рассматривать документ как смесь разных тем) для матрицы “распределение тем по текстам”. Для матрицы “распределение слов по темам” значения — это вероятность встретить в тексте с темой i слово j. Эти числа можно рассматривать, как коэффициенты, характеризующие то, насколько данное слово характерно для данной темы. Представление документов в виде терм-документной матрицы было выполнено с помощью  команды sklearn.feature_extraction.text.CountVectorizer.
Большинство слов, которые находились в словаре, не были информативны для обучения на модели LDA, но заносить их в список стоп-слов - очень трудоемкая задача, поэтому к корпусу был применен дополнительный способ фильтрации с помощью tf-idf.  Мы подсчитали показатель IDF всех слов в корпусе и исключили слова с самым большим idf (очень редкие) и с самым маленьким (широко распространенные слова). 

где t — слово из словаря, D — корпус (множество документов), d — один из текстов корпуса.
Также в связи с тем, что в нашем наборе данных часто встречаются одни и те же слова, но в разных падежах, нами был произведён стемминг. Для стемминга использовалась библиотека pymystem3 [6].
Главный недостаток нашего набора данных заключается в том, что он обширный и разнообразный. Все твиты относятся к большому количеству абсолютно разных, не всегда целостных, тем. Таким образом, подход, использованный для решения этой проблемы - это кластеризация документов. По результатам тематического моделирования каждому кластеру присваивается тема (набор слов). Каждый кластер связан с одной темой, где тема - это совокупность связанных слов. Следовательно, все документы, принадлежащие одному кластеру связаны с одной и той же темой.
Далее распределения тем в тексте мы представили в качестве эмбеддингов и с помощью такого представления и метода К-средних была выполнена кластеризация. Результат кластеризации с помощью данного метода приведен на рис. 3.
Второй ряд экспериментов дал возможность проанализировать результаты построения тематических моделей на основе алгоритмов LDA и BERT совместно, применительно к этому же корпусу пользовательских сообщений. 
 В этом подходе мы совместили два алгоритма: помимо векторов, полученных с помощью LDA, показывающих, как распределены темы в каждом документе, и показывающих, какие слова более вероятны в тех или иных темах, мы также взяли векторы, полученные с помощью модели  BERT. Мы использовали предварительно обученные эмбеддинги предложений Sentence-BERT [23], которые обеспечивают эмбеддинги на основе контекста слова.
Каждое отдельное предложение из твитов было введено в предварительно обученную модель BERT для получения эмбеддингов фиксированного размера. Далее векторы, полученные двумя способами были конкатенированы и переданы автоэнкодеру. Таким образом, качество результатов тематической модели корпуса должно улучшиться за счёт дополнительной информации о контексте, полученной из векторов, полученных с помощью модели BERT. 
На следующем шаге данные были переданы в алгоритм K-средних для поиска кластеров схожих твитов. 

2.4. Анализ результатов эксперимента
В первую очередь рассмотрим результаты работы алгоритма LDA. 
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Рис. 3 Результат кластеризации с помощью алгоритма LDA
[bookmark: _3dy6vkm]	Обратившись к визуализированным кластерам, можно сказать что алгоритм действительно четко выделяет определенные темы в корпусе. Однако самый многочисленный кластер находится среди других кластеров и на относительно небольшом расстоянии от них. Вероятно, это выбросы в виде шума в корпусе, которые алгоритм не смог отнести ни к одной из более узких тем. На изображении мы можем увидеть, что кластеры, выделенные с помощью метода К-средних, образуют достаточно связные и чаще всего пространственно разделенные между собой множества. Однако, здесь же мы видим, что несмотря на выделенные темы везде прослеживаются вкрапления одной и той же более обширной темы. В нашем случае это тема “пандемия COVID-19”. Несмотря на то, что такие слова, как “коронавирус”, ”ковид” и т.д. были отсортированы на этапе токенизации корпуса, частотными  являются такие слова, как названия симптомов, слова, связанные с темой вакцинации, наименования членов семьи и т.д. Эти слова не составляют отдельную тему, так как появляются в большей части пользовательских сообщений на разные более частные темы. Ключевые слова для каждой темы приведены в Приложении 4. На основании полученных ключевых слов мы можем выделить следующие темы:
1. Ежедневные новостные сводки по заболевшим на территории России/Санкт-Петербурга/Европы
2. Вакцинирование в России
3. Новый штамм вируса COVID-19 и исследования в Беларуси
4. Ограничение авиасообщения между Россией и Турцией
5. Тестирование на предмет вируса COVID-19
Темы распределены достаточно четко, однако, некоторые из них практически не поддаются интерпретации, некоторые из них, очевидно, содержат ключевые слова, относящиеся к другому кластеру. Вероятно, это связано с тем, что алгоритм не учитывает контекст слов, что является помехой для составления качественной тематической модели на таком неоднородном корпусе текстов. 
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Рис. 4. Результат кластеризации с помощью алгоритма LDA+BERT 
Кластеры, полученные с помощью алгоритма LDA+BERT выделены отчетливо, однако, мы можем видеть, что в большинстве случаев они пересекаются. Это связано с тем, что, как уже было описано выше, корпус очень неоднородный с большим количеством шума, а также многие сообщения не относятся конкретно к одной теме, а могут охватывать сразу несколько тем/событий. Тем не менее, абсолютно все документы были распределены к интерпретируемым темам. Ключевые слова для каждой темы приведены в Приложении 5. Основываясь на них, можно выделить основные темы:
1. Туризм в условиях пандемии COVID-19 (11.24%)
2. Ежедневная статистика о заболевших вирусом COVID-19 (19.34%)
3. Вакцинация в разных странах (8.30%)
4. Новая волна вируса COVID-19 в России (4.27%)
5. События, связанные с COVID-19 в Беларуси (8.53%)
6. Международные новости  (5.21%)
7. Симптоматика/тестирование на наличие вируса (8.62%)
8. События в Санкт-Петербурге, связанные, в том числе, с деятельностью губернатора города (6.81%)
	Моделью также были построены темы на монгольском языке  (9.26%, 3.25%) и, обратившись к переводу ключевых слов этих тем на русский язык, мы также можем сказать, что это довольно общие темы, охватывающие главные новости и статистику заболеваемости COVID-19. 
Также два кластера, выделенные моделью, содержат достаточно специфические ключевые слова, не составляющие одну конкретную тему. Скорее всего, к этим кластерам относятся сообщения на разобщенные/очень узкие темы, опечатки, а также слова, отсутствующие в словаре. На эти темы приходится 7.77% и 7.40% от общего массива кластеров.
Анализ полученных результатов показал, что в целом обе тематические модели достаточно успешно определяют темы и образуют видимые кластеры. Рассмотрим работу алгоритмов с помощью выбранных  метрик и сравним полученные результаты. 
	Для оценки результатов обратимся к использованным нами метрикам:  когерентность для оценки интерпретируемости тем и silhouette score для оценки качества полученных кластеров. 
	Полученные нами результаты по двум метрикам приведены в Таблице 2.
Таблица 2. Результаты работы алгоритмов тематического моделирования
	
	 LDA
	LDA+BERT

	Когерентность
	0.246290346799
	0.45401289590625554

	 Silhouette Score 
	0.2065349931
	0.2572047



[bookmark: _1t3h5sf]	Обращаясь к полученным данным, мы можем сделать вывод, что качество тематической модели улучшилось, но значение Silhouette Score по-прежнему низкое. Это может быть связано с тем, что многие темы пересекаются. Количество более узких, частных тем очень небольшое, что, в свою очередь, связано с размером корпуса, использованного для данной работы. Также к возможным причинам можно отнести выбросы в виде опечаток и неформального стиля общения в социальных сетях, где многие токены при использовании моделью BERT метода WordPiece при лемматизации теряют свою семантическую ценность. 


Заключение
Данное исследование показывает возможные варианты использования алгоритмов тематического моделирования с помощью алгоритма LDA и дополнительно полученных векторов с помощью модели BERT, обученной для русского языка на корпусе русскоязычных сообщений из социальной сети Twitter. 
Было проведено два эксперимента по построению тематической модели: 
1. Построение модели с помощью алгоритма LDA. Для улучшения базового алгоритма была проведена дополнительная фильтрация корпуса, эксперименты по подбору оптимального количества тем и предварительное обучение модели на собранном корпусе;
2. Построение тематической модели с конкатенированными векторами, полученными с помощью алгоритма LDA для информации о вероятностном распределении и векторами, полученными с помощью модели BERT для русского языка для информации о контексте слов и их распределении в документах. 
Результат экспериментов оценивался с помощью метрик когерентности для оценки качеств полученных тем и silhouette score для оценки качества полученных кластеров. 
Алгоритм LDA показал относительно низкие результаты, даже при дополнительных настройках. При максимальных значениях метрик 1, в данной работе этот результат не был достигнут. Мы получили интерпретируемые темы, отражающие некоторые из происходящих событий, но, рассматривая результаты кластеризации, информация из многих сообщений была извлечена неверно/не была учтена в исследовании.  По самой распространенной теме в корпусе (“Ежедневные новостные сводки по заболевшим на территории России/Санкт-Петербурга/Европы”) можно сделать вывод о том, что большая часть сообщений, обработанных алгоритмом - посты новостных ресурсов, не содержащие шум в виде неформальной/разговорной лексики/опечатки.
Второй эксперимент показал более высокие результаты, что доказывает, что гипотеза о том, что дополнительная информация о контексте слова, а именно дополнительно полученные векторы предложений, а не слов, помогает улучшить качество тематической модели и дает более интерпретируемые результаты и, следовательно, на выходе дает более качественные кластеры,  о чём свидетельствуют увеличившиеся значения метрик качества. 
Мы получили большее количество тем, что говорит о том, что модель справилась с обработкой тех документов, которые в первом эксперименте, либо относились к шуму, либо были ошибочно отнесены к тем или иным кластерам. 
Самая распространенная из тем, согласно результатам кластеризации, также относится к новостным сводкам, что свидетельствует о снижении популярности социальной сети  Twitter  среди пользователей на территории РФ, так как большая часть сообщений в настоящее время производится СМИ и аккаунтами тех или иный организаций, предоставляющих информацию о COVID-19. Несмотря на то, что оба алгоритма хорошо справились с выделением этих тем, в перспективе можно отказаться от исследования тем, произведенных подобными аккаунтами и сделать уклон в сторону исследования сообщений пользовательских аккаунтов, включающего также анализ тональности. 
	Для улучшения результатов в будущих исследованиях необходимо предпринять следующие шаги:
1. Совершенствование и расширение словаря стоп-слов. Сортировка и отбор наиболее частотных прилагательных/глаголов, слов разговорного стиля, опечаток, сдвоенных слов, лемм. Выделение биграмм/триграмм. Несмотря на фильтрацию с помощью расширенного списка стоп-слов и  TF-IDF, в числе самых частотных слов полученных тем присутствует шум в виде вышеперечисленных токенов.
2. Фильтрация сообщений на языках, не используемых в качестве объекта исследования. Библиотека Tweepy учитывает выбор языка при поиске и загрузке постов пользователей, однако, с учётом того, что все сообщения на монгольском языке написаны некоторыми пользователями на кириллице, они попадают в категорию русского языка.
3. Сбор корпуса большего размера с захватом более широкого временного промежутка. Это может повлиять на количество обсуждаемых тем/событий и дополнить уже существующие кластеры тем, таким образом, результат получится более репрезентативным. В настоящее время корпус собран в соответствии с наличием вычислительных мощностей.
4. Обучение модели на пользовательском корпусе. В данном эксперименте были использованы векторы из предварительно обученной модели. 
5. Настройка оптимальных гиперпараметров/количества кластеров.
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Приложение 1. Листинг программы для сбора корпуса 
import os
from google.colab import files
import tweepy
import webbrowser
import time
from tweepy import API
import re
import nltk
from nltk.corpus import stopwords
from nltk.tokenize import word_tokenize
nltk.download('punkt')
nltk.download('wordnet')
!pip install pymorphy2
import pymorphy2
#Получение доступа к Twitter API с помощью предварительно полученных ключей разработчика для авторизации
consumer_key= 'YE7xPiv4htqpvI9EL5WywiD2Q'
consumer_secret= 'RQeVTTMTyadoDG5J45d6wJ68ylmHtcmPe2RsEkWVq4Ix4UC0w9'
access_token= '3437081031-longoFG2JkgKlOUIHLAAH9ovLWiDGOkno7DrHpA'
access_token_secret= 'XfnAcOBwD4gB0BXY1FEDlr3wrlN3MJu4w1Nr9U07L63bs'
callback_uri ="oob"
calloff = 'tweepy'
auth = tweepy.OAuthHandler(consumer_key, consumer_secret, callback_uri)
redirect_url = auth.get_authorization_url()
redirect_url
user_pint_inpur = input('pin ')
auth.get_access_token(user_pint_inpur)
api = tweepy.API(auth)
#Поиск твитов по заданным параметрам
search_words = "covid OR коронавирус OR ковид OR пандеми"
date_since = "2020-09-26"
new_search = search_words + " -filter:retweets"
tweets = tweepy.Cursor(api.search,
                      q=new_search,
                      lang="ru",
                      since=date_since,
                     
                      tweet_mode = "extended"
                      ).items(2000)
 
def remove_url(txt):
   return " ".join(re.sub("([^А-Яа-я] \t)|(\w+:\/\/\S+)", "", txt).split())
   i = 1900
#Предварительная очистка документов от латиницы и символов и запись файлов в архив 
import tarfile
import os.path
print("date and time =", dt_string)
newdir='data/'+dt_string
os.makedirs(newdir,0o777)
i=19000
for tweet in tweets:
   txt = "{}".format(tweet.full_text)
   #collect tweets
   all = []
   i+=1
   datas2 = re.sub("[^ А-Яа-я \.]", '', txt)
   MyFile = open (newdir+'/'+str(i) + '.txt', 'w')
   MyFile.write(datas2)
   MyFile.write(' ')
   MyFile.close()
with tarfile.open( newdir + ".tgz", "w:gz" ) as tar:
   for name in os.listdir( newdir ):
       tar.add(newdir+'/'+name)

Приложение 2. Листинг программы для построения тематической модели с помощью алгоритма  LDA
import matplotlib.pyplot as plt
import matplotlib.cm as cm
import numpy as np
import joblib
import wordcloud
from wordcloud import WordCloud
from sklearn.metrics import silhouette_score
from sklearn.feature_extraction.text import TfidfVectorizer
from sklearn.feature_extraction.text import CountVectorizer
import pickle
import nltk
from os.path import join
from glob import glob
from time import time
from scipy.sparse import csr_matrix, lil_matrix
from matplotlib import pyplot as plt
import ssl
import pandas as pd
from os.path import join
import numpy as np
from numpy.random import choice
import os
from nltk.corpus import stopwords as nltk_stopwords
from sklearn.model_selection import train_test_split
from os.path import join
from glob import glob
import preprocessing_tools as pt
from tqdm import tqdm_notebook as tqdm
import pickle
from os import mkdir
from shutil import move
import numpy as np
from tqdm import tqdm_notebook as tqdm
import joblib
from sklearn.feature_extraction.text import TfidfVectorizer, CountVectorizer
from sklearn.decomposition import LatentDirichletAllocation as LDA
from sklearn.model_selection import train_test_split
import pickle
from pymystem3 import Mystem
import re
from os.path import join
from glob import glob
from time import time
from sklearn.feature_extraction.text import CountVectorizer
data_path = '/Users/user/Desktop//diploma /dataset/'
template = join(data_path,'*.txt')
filenames = glob(template)
print(len(filenames))
#Этап токенизации
texts_lens = []
for name in tqdm(filenames):
   with open(name, 'r') as f:
       text = f.read()
       tok_text = nltk.word_tokenize(text)
       tok_text = pt.normalize(tok_text, tokenized=True)
       texts_lens.append(len(tok_text))
#Отбор коротких документов длиной менее пяти слов, не представляющих ценности для данного исследования
texts_lens = np.array(texts_lens)
small_texts_mask = texts_lens < 5
small_texts_names = np.array(filenames)[small_texts_mask]
small_texts_dir = join(data_path, 'small_texts')
mkdir(small_texts_dir)
for name in small_texts_names:
   filename = name.split('/')[-1]
   dst = join(small_texts_dir, filename)
   move(name, dst)
#Фильтрация корпуса с помощью предварительно подготовленного словаря стоп-слов, а также словаря из библиотеки nltk
stopwords_path = join('/Users/user/Desktop/уни/diploma ')
stopwords_template = join(stopwords_path, 'stopwords.txt')
stopwords_files = glob(stopwords_template)
extra_stopwords = set()
for name in stopwords_files:
   with open(name, 'r') as f:
       words = f.readlines()
       words = [word.strip() for word in words]
       extra_stopwords.update(set(words))
stopwords = set()
stopwords.update(set(nltk_stopwords.words('russian')))
stopwords.update(extra_stopwords)
print('Количество стоп-слов:', len(stopwords))
with open('/Users/user/Desktop/уни/diploma /stopwords.pkl', 'wb') as f:
   pickle.dump(stopwords, f)
#Обучение модели 
template = join(data_path,'*.txt')
filenames = glob(template)
train_names, test_names = train_test_split(filenames, test_size=0.1, random_state=666)
print(len(train_names), len(test_names))
with open('/Users/user/Desktop/уни/diploma /train_names.pkl', 'wb') as f:
       pickle.dump(train_names, f)
with open('/Users/user/Desktop/уни/diploma /test_names.pkl', 'wb') as f:
       pickle.dump(test_names, f)
with open('/Users/user/Desktop/уни/diploma /stopwords.pkl', 'rb') as f:
   stopwords = pickle.load(f)
with open('/Users/user/Desktop/уни/diploma /train_names.pkl', 'rb') as f:
   train_names = pickle.load(f)
print('Стопслов: %d.\nТекстов в корпусе: %d.'%(len(stopwords), len(train_names)))
# Обучение tf-idf векторайзера.
tf_idf = TfidfVectorizer(input='filename',
                        stop_words=stopwords,
                        smooth_idf=False
                        )
tf_idf.fit(train_names)
# Получение значений tf-idf 
idfs = tf_idf.idf_
# Сортировка самых редких и самых частотных слов 
lower_thresh = 3.
upper_thresh = 9.
not_often = idfs > lower_thresh
not_rare = idfs < upper_thresh
mask = not_often * not_rare
good_words = np.array(tf_idf.get_feature_names())[mask]
# Сортировка пунктуационных знаков
cleaned = []
for word in good_words:
   word = re.sub("^(\d+\w*$|_+)", "", word)
   if len(word) == 0:
       continue
   cleaned.append(word)
print("Длина словаря: %d\nПосле фильтрации: %d" % (idfs.shape[0], len(cleaned)))
# Стемминг
m = Mystem()
stemmed = set()
voc_len = len(cleaned)
for i in tqdm(range(voc_len)):
   word = cleaned.pop()
   stemmed_word = m.lemmatize(word)[0]
   stemmed.add(stemmed_word)
stemmed = list(stemmed)
print('После стемминга: %d' % (len(stemmed)))
#Обучение count vectorizer
voc = {word : i for i,word in enumerate(stemmed)}
count_vect = CountVectorizer(input='filename',
                            stop_words=stopwords,
                            vocabulary=voc)
dataset = count_vect.fit_transform(train_names)
#Обучение LDA
lda = LDA(n_components = 60, max_iter=30, n_jobs=6, learning_method='batch', verbose=1)
lda.fit(dataset)
joblib.dump(lda, '/Users/user/Desktop/уни/diploma /lda.pkl')
joblib.dump(count_vect, '/Users/user/Desktop/уни/diploma /count_vect.pkl')
joblib.dump(tf_idf,'/Users/user/Desktop/уни/diploma /tf_idf.pkl')
with open('/Users/user/Desktop/уни/diploma /test_names.pkl', 'rb') as f:
   names = pickle.load(f)
count_vect = joblib.load('/Users/user/Desktop/уни/diploma /count_vect.pkl')
dataset = count_vect.transform(names)
lda = joblib.load('/Users/user/Desktop/уни/diploma /lda.pkl')
class TopicModeler(object):
   def __init__(self, count_vect, lda):
        #count_vect - объект CountVectorizer из библиотеки sklearn.
        #lda - объект LDA из библиотеки sklearn.
       self.lda = lda
       self.count_vect = count_vect
       self.count_vect.input = 'content'
   def __call__(self, text):
        #получение распределения тем для документов 
       #”text” - текст документов в формате строки
	  #вывод - массив  numpy
       vectorized = self.count_vect.transform([text])
       lda_topics = self.lda.transform(vectorized)
       return lda_topics
   def get_keywords(self, text, n_topics=1, n_keywords=5):
       #Получение ключевых слов для тем
            text - текст в виде строки
            n_topics - количество тем
            n_keywords - количество ключевых слов для темы
     lda_topics = self(text)
     lda_topics = np.squeeze(lda_topics, axis=0)
     n_topics_indices = lda_topics.argsort()[-n_topics:][::-1]
       top_topics_words_dists = []
       for i in n_topics_indices:
        top_topics_words_dists.append(self.lda.components_[i])
keywords = np.zeros(shape=(n_keywords * n_topics, self.lda.components_.shape[1]))
       for i, topic in enumerate(top_topics_words_dists):
n_keywords_indices = topic.argsort()[-n_keywords:][::-1]
           for k, j in enumerate(n_keywords_indices):
               keywords[i * n_keywords + k, j] = 1
       keywords = self.count_vect.inverse_transform(keywords)
       keywords = [keyword[0] for keyword in keywords]
       return keywords
#Построение терм-документной матрицы
with open('/Users/user/Desktop/уни/diploma /test_names.pkl', 'rb') as f:
   names = pickle.load(f)
count_vect = joblib.load('/Users/user/Desktop/уни/diploma /count_vect.pkl')
dataset = count_vect.transform(names)
print(dataset)
lda = joblib.load('/Users/user/Desktop/уни/diploma /lda.pkl')
term_doc_matrix = count_vect.transform(names)
embeddings = lda.transform(term_doc_matrix)
#Кластеризация
from sklearn.manifold import TSNE
from sklearn.cluster import DBSCAN, AffinityPropagation, SpectralClustering, KMeans
kmeans = KMeans(n_clusters=12)
clust_labels = kmeans.fit_predict(embeddings)
clust_centers = kmeans.cluster_centers_
embeddings_to_tsne = np.concatenate((embeddings,clust_centers), axis=0)
tSNE =  TSNE(n_components=2, perplexity=15)
tsne_embeddings = tSNE.fit_transform(embeddings_to_tsne)
tsne_embeddings, centroids_embeddings = np.split(tsne_embeddings, [len(clust_labels)], axis=0)
clust_indices = np.unique(clust_labels)
clusters = {clust_ind : [] for clust_ind in clust_indices}
for emb, label in zip(tsne_embeddings, clust_labels):
   clusters[label].append(emb)
for key in clusters.keys():
   clusters[key] = np.array(clusters[key])
colors = cm.rainbow(np.linspace(0, 1, len(clust_indices)))
#Визуализация кластеров
plt.figure(figsize=(10, 10))
for ind, color in zip(clust_indices, colors):
   x = clusters[ind][:, 0]
   y = clusters[ind][:, 1]
   plt.scatter(x, y, color=color)
   centroid = centroids_embeddings[ind]
plt.scatter(centroid[0], centroid[1], color=color, marker='x', s=100)
plt.show()

Приложение 3. Листинг программы для создания тематической модели с помощью алгоритма LDA и модели Sentence RuBERT 
!pip install sentence_transformers
import sentence_transformers
from sklearn.feature_extraction.text import TfidfVectorizer
from sklearn.cluster import KMeans
import gensim
from gensim import corpora
import numpy as np
import pandas as pd
import os
from os.path import join
from glob import glob
for dirname, _, filenames in os.walk('/Users/user/Desktop/уни/diploma /dataset'):
   for filename in filenames:
       print(os.path.join(dirname, filename))
import csv
import os
import pandas as pd
!pip install umap-learn
import json
from tqdm import tqdm
from nltk.corpus import wordnet
import re
import matplotlib.pyplot as plt
import nltk
from nltk.corpus import stopwords
from gensim.utils import simple_preprocess
from gensim import corpora, models
from gensim.parsing.preprocessing import STOPWORDS
from nltk.stem import WordNetLemmatizer, SnowballStemmer
from nltk.stem.porter import *
nltk.download('averaged_perceptron_tagger')
nltk.download('punkt')
import time
from datetime import datetime
from sklearn.decomposition import PCA
from sklearn.manifold import TSNE
import seaborn as sns
from mpl_toolkits.mplot3d import Axes3D
from collections import Counter
from sklearn.metrics import silhouette_score
from gensim.models.coherencemodel import CoherenceModel
!pip install stop_words
!pip install language_detector
!pip install symspellpy
#Чтение и предварительная обработка данных
meta = pd.read_csv("/content/emp.csv")
print(meta.shape)
index = []
count=0
for i in range(len(meta)):
   if type(meta.iloc[i, 2])== str:
       count += 1
   else:
       index.append(i)
def get_topic_words(token_lists, labels, k=None):
  #Получение ключевых слов для каждой темы 
   if k is None:
       k = len(np.unique(labels))
   topics = ['' for _ in range(k)]
   for i, c in enumerate(token_lists):
     topics[labels[i]] += (' ' + ' '.join(c))
  	word_counts = list(map(lambda x: Counter(x.split()).items(), topics))
     topics = list(map(lambda x: list(map(lambda x: x[0], x[:10])), word_counts))
   return topics
def get_coherence(model, token_lists, measure='c_v'):
  #Вычисление значения когерентности
topics = get_topic_words(token_lists, model.cluster_model.labels_)
 cm = CoherenceModel(topics=topics, texts=token_lists, corpus=model.corpus,dictionary=model.dictionary, coherence=measure)
   return cm.get_coherence()
def get_silhouette(model):
   #Вычисление silhouette score для полученных кластеров
   return silhouette_score(vec, lbs)
def plot_proj(embedding, lbs):
    n = len(embedding)
   counter = Counter(lbs)
   for i in range(len(np.unique(lbs))):
       plt.plot(embedding[:, 0][lbs == i], embedding[:, 1][lbs == i], '.', alpha=0.5,
                label='cluster {}: {:.2f}%'.format(i, counter[i] / n * 100))
   plt.legend(loc = 'best')
   plt.grid(color ='grey', linestyle='-',linewidth = 0.25)
def visualize(model):
  #Визуализация тематической модели
   reducer = umap.UMAP()
   print('Calculating UMAP projection ...')
   vec_umap = reducer.fit_transform(model.vec[model.method])
   print('Calculating UMAP projection. Done!')
   plot_proj(vec_umap, model.cluster_model.labels_)
  dr = '/Users/user/Desktop/уни/diploma /{}/{}'.format(model.method, model.id)
   if not os.path.exists(dr):
       os.makedirs(dr)
   plt.savefig('/Users/user/Desktop/diploma ')
#Построение модели
import keras
from keras.layers import Input, Dense
from keras.models import Model
from sklearn.model_selection import train_test_split
class Autoencoder:
   def __init__(self, latent_dim=32, activation='relu', epochs=200, batch_size=128):
       self.latent_dim = latent_dim
       self.activation = activation
       self.epochs = epochs
       self.batch_size = batch_size
       self.autoencoder = None
       self.encoder = None
       self.decoder = None
       self.his = None
   def _compile(self, input_dim):
       input_vec = Input(shape=(input_dim,))
       encoded = Dense(self.latent_dim, activation=self.activation)(input_vec)
       decoded = Dense(input_dim, activation=self.activation)(encoded)
       self.autoencoder = Model(input_vec, decoded)
       self.encoder = Model(input_vec, encoded)
       encoded_input = Input(shape=(self.latent_dim,))
       decoder_layer = self.autoencoder.layers[-1]
       self.decoder = Model(encoded_input, self.autoencoder.layers[-1](encoded_input))
       self.autoencoder.compile(optimizer='adam', loss=keras.losses.mean_squared_error)
   def fit(self, X):
       if not self.autoencoder:
           self._compile(X.shape[1])
       X_train, X_test = train_test_split(X)
       self.his = self.autoencoder.fit(X_train, X_train,
                                       epochs=200,
                                       batch_size=128,
                                       shuffle=True,
                                       validation_data=(X_test, X_test), verbose=0)
def preprocess(docs, samp_size=None):
   #Предварительная обработка корпуса
   n_docs = len(docs)
   sentences = []  #
   token_lists = [] 
   idx_in = []     
   samp = np.random.choice(n_docs, samp_size)
   for i, idx in enumerate(samp):
       sentence = preprocess_sent(docs[idx])
       token_list = preprocess_word(sentence)
       if token_list:
           idx_in.append(idx)
           sentences.append(sentence)
           token_lists.append(token_list)
       print('{} %'.format(str(np.round((i + 1) / len(samp) * 100, 2))), end='\r')
   return sentences, token_lists, idx_in
class Topic_Model:
   def __init__(self, k=10, method='TFIDF'):
       self.k = k
       self.dictionary = None
       self.corpus = None
       self.cluster_model = None
       self.ldamodel = None
       self.vec = {}
       self.gamma = 15  
       self.method = method
       self.AE = None
 
   def vectorize(self, sentences, token_lists, method=None):
       #Получение векторов
       self.dictionary = corpora.Dictionary(token_lists)
    #Трансформация токенизрованных документов в терм-документную матрицу
  	self.corpus = [self.dictionary.doc2bow(text) for text in token_lists]
     tfidf = TfidfVectorizer()
     vec = tfidf.fit_transform(sentences)
      self.ldamodel = gensim.models.ldamodel.LdaModel(self.corpus, num_topics=self.k, id2word=self.dictionary,                                                               passes=20)
 
         def get_vec_lda(model, corpus, k):
      #Получение векторов LDA для вероятностного распределения 
#Выход - вектор размерностью n_doc * n_topic
               n_doc = len(corpus)
               vec_lda = np.zeros((n_doc, k))
               for i in range(n_doc):
  #Получение распределения для  документов в корпусе              
for topic, prob in model.get_document_topics(corpus[i]):
                vec_lda[i, topic] = prob
           vec = get_vec_lda(self.ldamodel, self.corpus, self.k)
  #Получение векторов из модели Sentence RuBERT  
from sentence_transformers import SentenceTransformer
model = SentenceTransformer('DeepPavlov/rubert-base-cased-sentence')
vec = np.array(model.encode(sentences,show_progress_bar=True))
       #LDA+BERT 
vec_lda = self.vectorize(sentences, token_lists, method='LDA')
vec_bert = self.vectorize(sentences, token_lists, method='BERT')
vec_ldabert = np.c_[vec_lda * self.gamma, vec_bert]
self.vec['LDA_BERT_FULL'] = vec_ldabert
self.AE = Autoencoder()
self.AE.fit(vec_ldabert)
vec = self.AE.encoder.predict(vec_ldabert)
def fit(self, sentences, token_lists, method=None, m_clustering=None):
#Применение выбранного метода ТМ к корпусу 
self.dictionary = corpora.Dictionary(token_lists)
self.corpus = [self.dictionary.doc2bow(text) for text in token_lists]
self.ldamodel = gensim.models.ldamodel.LdaModel(self.corpus,num_topics=self.k,id2word=self.dictionary,                          passes=20)
      self.cluster_model = m_clustering(self.k)
     self.vec[method] = self.vectorize(sentences, token_lists, method)
      self.cluster_model.fit(self.vec[method])
def final_model():
   method = "LDA_BERT"
   samp_size = 53827
   ntopic = 12
   data = documents
   data = data.fillna('')  
   rws = data.Tweet
sentences, token_lists, idx_in = preprocess(rws, samp_size=samp_size)
  tm.fit(sentences, token_lists)
  print('Coherence:', get_coherence(tm, token_lists, 'c_v'))
  print('Silhouette Score:', get_silhouette(tm))
  visualize(tm)
final_model()

Приложение 4. Темы в корпусе пользовательских сообщений, полученные с помощью алгоритма LDA
1. новый случай апрель время умереть инфекция заболевание подтвердить зафиксировать сообщать болезнь петербург европа прирост жизнь прошедшее 
2. человек сутки область выявить скончаться заражение житель привить медицинский обнаружить норвегия второй продолжать пять больший страна 
3. прививка спутник месяц вакцинировать регион привиться очередь россиянин препарат переболеть американский проект китай граница брать пока
4. новость вакцина штамм против скандал беларусь исследование минск животное белорусский белоруссия хартия учёный 
5. центр власть неделя говорить маска место город сказать начать халдвар лицо иммунитет дело очень прошлый  говорить стать 
6. вакцинация смерть день минздрав карантин киев риск мужчина швейцария население пройти последний минувший четыре шесть подробный ребёнок сообщить 
7. вакцина россия вакцинация новость доза гамковидвак глава волна новость третий получить эффективность компания жить ввести боязнь 
8. украина тысяча больной осложнение количество начало перенести портал статистика грипп вакцинироваться заразиться выздороветь эрдоган 
9. турция заболеваемость ограничение ситуация авиасообщение смертность путин лечение роспотребнадзор обсудить рост сложный снижение масштаб оперштаб закрыть турист
10. заболеть число пациент москва суточный снова достигнуть январь состояние увеличиться превысить максимум антирекорд госпитализировать расти стационар 
 11. тест спутник пункт здравоохранение сдать делать положительный министерство гражданин антитело попасть автобус белорус анализ 
12. байн байгаа байх гээда байсана монголчууд оросуудада ашигтая тусама ямара барлаа биеийна

Приложение 5. Темы в корпусе пользовательских сообщений, полученные с помощью алгоритма LDA и модели RuBERT 
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