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[bookmark: _Toc41237987]Введение
Значимость диагностики легочных заболеваний сохраняется для многих жителей планеты. Наиболее высока актуальность для стран с развитой промышленностью с недостаточным контролем над очистительными сооружениями, поскольку отсутствие достаточного контроля повышает риск подверженности такими заболеваниями, как пневмония, туберкулез и другие. Для предотвращения или предупреждения легочных заболеваний требуется проведения регулярных обследований состояния легких с использованием различных лучевых методов и методик.
Одной из наиболее доступной и экономически эффективной методикой для диагностики легочных заболеваний на начальном этапе является рентгенография. Данная методика диагностики считается широко распространенной по всему миру, независимо от уровня оснащённости современным медицинским оборудованием в клиниках и медицинских центрах. С помощью рентгеновских исследований можно быстро получить всю необходимую информацию, а высокая информативность данного метода позволяет с легкостью выявить многие заболевания. Однако, несмотря на все преимущества метода, анализ и диагностика заболеваний грудной клетки по рентгенологическим снимкам является сложной задачей, требующей участия высоко квалифицированных специалистов. 
По статистическим данным, в день врач может обработать не более 200 рентгенограмм, а в многонаселенных городах обработка значительно превышает это показатель, что неизбежно ведет к ухудшению качества обработки информации, содержащейся в рентгенограмме. Помимо скорости обработки снимков, для врачей-рентгенологов также вызывает сложность при обработке наличие оптических «шумов» и сторонних предметов. Поэтому клиническая диагностика легочных заболеваний с помощью рентгенограмм порой может быть сложной и иногда более сложной, чем диагностика с помощью компьютерной томографии. Применение современных информационных технологий при диагностике заболеваний позволяет автоматизировать процесс обнаружения заболеваний, что значительно повысит эффективность обработки данных и неминуемо приведет к снижению нагрузки на специалистов-рентгенологов.
Наиболее перспективной направлением автоматизированного обнаружения заболеваний является применение интеллектуальных систем, которые позволяют диагностировать и спрогнозировать современные заболевания человека. Особенно эффективными для решения задач медицинской диагностики и прогнозирования являются системы, которые базируются на математическом аппарате искусственных нейронных сетей. Внедрение нейросетевых моделей во врачебную практику позволяет оказать эффективную помощь в принятии врачебных решений, способствует повышению качества и точности диагностики и сокращает время на обследование пациента [11]. В настоящее время наблюдаются перспективы применения нейросетевых технологий в различных областях медицины, таких как кардиология, онкология, пульмонология, гастроэнтерология, неврология, психология и другие. При этом исследования показывают высокую точность распознавания заболеваний на ранних стадиях, порой превышающую точность при диагностике врачами-специалистами. 
В области пульмонологии искусственные нейронные сети применяются для диагностики различных легочных заболеваний, в том числе тромбоэмболии легких. В 2012 году Л.С.Макарова и Е.Г.Семерякова [14] в своей работе получили и проанализировали результаты, полученные по диагностике бронхиальной астмы, с помощью нейронных сетей и дискриминантного анализа. В результате выяснилось, что модель, полученная на основе дискриминантного анализа, показала лучшие результаты. Неудовлетворительные результаты модели на основе нейронной сети были связаны с недостаточным объемом обучающей выборки. В декабре 2017 года студентами Корнеллского университета США был получен алгоритм CheXNet, позволяющий обнаружить пневмонию на рентгенограммах грудной клетки на уровне, превышающем уровень практикующих врачей-рентгенологов.
 	В данной работе произведен анализ архитектур сверточных нейронных сетей, решающих задачу классификации рентгенограмм грудной клетки. В итоге была получена система распознавания легочных заболеваний. Разработанная модель классификации позволить диагностировать легочные заболевания, что снизит нагрузку на врачей-рентгенологов при обработке.
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Необходимо решить задачу классификации и требуется создать систему распознавания аномалий грудной клетки по данным рентгеновских снимков, которая будет решать задачу классификации легочных заболеваний с высокой точностью.
Для достижения цели были поставлены следующие задачи:
· Обзор предметной области;
· Подготовка набора данных к обучению;
· Анализ и выбор алгоритма классификации данных;
· Выбор инструментов реализации: язык разработки, библиотеки;
· Обучение сети;
· Проведение необходимых экспериментов и анализ полученных результатов.
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Впервые понятие исскуственных нейронных сетей появилось в 1943 году, благодаря работе У.Маккалока и У.Питтса «A logical calculus of the ideas immanent in nervous activity» [7]. Суть исследования заключалась в построении компьютерной модели нейронной сети на основе математических алгоритмов и сведений из нейробиологии. В результате учеными была предложена первая формальная модель искусственного нейрона, которая получила название модель МакКаллока-Питтса. 
Следующий шаг в развитии искусственных нейронных сетей пришел на 1949 год. Канадский физиолог и психолог Хебб предположил, что соединение нейронов мозга и их взаимодействие основано на изменении силы синаптических связей [4]. Теория Хебба легла в основу самообучающихся нейронных сетей. 
В 1957 году Розенблатт разработал математическую модель восприятия информации на основе двухслойной обучающейся нейронной сети, которая получила название перцептрон. Однако, после публикации работы по машинному обучению Минского и Пейперта в 1969 году, интерес к развитию нейронных сетей угас. В публикации были рассмотрены основные вычислительные проблемы, связанные с компьютерной реализацией искусственных нейронных сетей [8]. Возобновление интереса к исследованию искусственных нейронных сетей произошло только после появления компьютеров, имеющих большие вычислительные мощности. 
Важным шагом в развитии методов глубокого обучения стала разработка в 1975 году Вербосом метода обратного распространения ошибки, основанного на методе градиентного спуска, что повысить эффективность обучения многослойных нейронных сетей.
 В настоящее время для решения задачи распознавания изображений получены различные архитектуры сверточных нейронных сетей, имитирующих работу головного мозга. Первая сверточная нейронная сеть, давшая начало развитию методов глубокого обучения, была разработана Я.Лекуном, Л.Боттоу, Й.Бенгио и П.Хаффнер в 1994 году, которая основывалась на работе Д.Хьеббела и Т.Визеля [5]. После многочисленных успешных итераций эта сеть получила название LeNet5. 
Позднее на конкурсах по распознаванию изображений Image Classification Challenge (ILSVRC) в 2012 и 2014 году были представлены более совершенные архитектуры сверточных нейронных сетей, такие как AlexNet [6] и VGGNet-16 [10]. Представленные архитектуры показывали более высокие результаты по снижению ошибки при обучении сети. Однако для эффективного распознавания признаков требовались более глубокие архитектуры сверточных нейронных сетей.
Каймин Хэ, Сянъю Чжан, Шаоцин Жэнь и Цзянь Сун ввели понятие остаточных сетей (ResNets (сокр. Residual Networks)) в своих исследованиях глубокого остаточного обучения для распознавания образов [3]. Таким образом, для распознавания изображений была представлена остаточная сеть ResNet, которая позволяла повысить эффективность обучения более глубоких сетей.
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Органы дыхательной системы человека наиболее подвержены хроническим и патологическим заболеваниям относительно других систем органов человека. По данным Всемирной организации здравоохранения (ВОЗ), статистика болезней дыхательной системы в мире составляет 40% от общего количества заболеваний. Более 1 миллиарда человек в мире поражены хроническими респираторными заболеваниями, которые могу иметь летальный исход. Также, статистика причин смерти в мире показала, что инфекции нижних дыхательных путей являются в настоящее время наиболее смертельными среди инфекционных заболеваний. 
Зачастую возникновение легочных заболеваний происходит при воздействии экологических или профессиональных факторов. Однако, не стоит исключать человеческий фактор, поскольку сопутствующие заболевания или вредные привычки также могут стать причинами возникновения заболеваний грудной клетки. Таким образом, среди основных факторов, которые могут спровоцировать воспалительный процесс внутри грудной клетки выделяют:
· Вредные привычки, прежде всего курение;
· Вирусная, бактериальная или грибковая инфекция;
· Плохая экология (содержание во вдыхаемом воздухе выхлопных газов, вредных выбросов заводов, испарения от строительных материалов и бытовой химии);
· Болезни профессионального характера;
· Сердечно-сосудистые заболевания;
· Сахарный диабет;
· Сопутствующие хронические заболевания других органов;
· Генетическая предрасположенность.
Текущий уровень развития медицинских технологий позволяет применять различные методики для диагностики заболеваний грудной клетки. Рентгенологическое исследование является наиболее эффективной и распространенной методикой для диагностики легочных заболеваний на начальной стадии. Рентгенологические исследования считаются очень доступными, поскольку в современном мире практически каждое медицинское учреждение оснащено оборудованием для проведения данного исследования. Одним из распространённых методов рентгенологического исследования принято считать исследование легких с получением рентгенографий.  
Рентгенография – очень точный и достаточно информативный метод диагностики легких, который дает возможность увидеть даже самые мелкие изменения грудной клетки. С помощью рентгенографий можно обнаружить изменение структуры легочной ткани, очаги уплотнения или полые пространства, а также выявить наличие жидкости или воздуха в плевральной области. В результате рентгенологического исследования с получением рентгенографии выявляются аномалии развития легких, последствия травм грудной клетки, пневмонии различного рода происхождения, а также наличие другим патологических заболеваний и повреждений. Основным недостатком данного метода исследования грудной клетки является доза лучевой нагрузки на объект исследования. Однако, использование современного оборудования позволяет минимизировать объем дозы при облучении.
Легочные заболевания объединяются в группу различных патологий дыхательных путей, каждое из которых имеет свои особенности и симптомы проявления. Однако, на начальных этапах признаки проявления заболеваний практически не отличаются друг от друга. Они могут лишь иметь разную по времени длительность течения и интенсивность. Именно поэтому, проведение регулярных обследований позволит своевременно определить заболевания грудной клетки на начальных стадиях. Среди распространенных патологических состояний грудной клетки:
· Ателектаз;
· Инфильтрация легких;
· Пневмоторакс;
· Масса легкого;
· Плевральный выпот.
Ателектаз – патологическое состояние легкого или его части, характеризующееся спадением (недостаточным расправлением) легочной ткани. Вследствие уменьшения дыхательной поверхности нарушается газообмен, сопровождающийся кислородным голоданием тканей. Ателектаз легких зачастую возникает по причине непроходимости участка бронхиального дерева, вызванной инородными предметами, новообразованиями или респираторными заболеваниями (например, бронхиальной астмой или туберкулезом). Ателектаз характеризуется изменением плотности легкого, что отражается на рентгенографических снимках в виде затемнения пораженного участка. Также может отмечаться уменьшение расстояния между ребрами в области патологического очага. На рисунке 1 представлен пример локализации ателектаза на рентгенограмме. 
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Рисунок 1: Пример локализации ателектаза на рентгенографии.
Под инфильтрацией легких принято понимать процесс замещения легочной ткани нормальной воздушности на участок с повышенной плотностью и увеличенным объемом. При этом, замещенный участок содержит несвойственные для данного типа ткани клеточные элементы, как например лейкоциты, лимфоциты, макрофаги или эозинофилы. Синдром инфильтрации легочной ткани характерен для различных воспалительных процессов в легких, туберкулезе, лейкозе или аномалий развития. На рентгенографическом снимке наблюдается в виде увеличений легочной ткани с повышением плотности и определяется по округлым теням, локализированным очагам с различного характера очертаний и усиленному рисунку на легких (Рис.2).
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Рисунок 2: Пример локализации инфильтрации легких на рентгенографии
Пневмоторакс – нарушение герметичности плевральной полости легких, возникающие в результате травмы или на фоне осложнения течения других заболеваний. Пневмоторакс сопровождается повышением кислорода в полостях плевры, что приводит к нарушению газообмена и кровообращения. Зачастую заболевание диагностируется у новорожденных детей и молодых людей, имеющих худощавое телосложение или невысокий рост. Также в группу риска возникновения заболевания включены курящие люди и люди, имеющие патологии легких. На рентгенологическим снимке пневмоторакс визуализируется в виде невыявленного легочного рисунка. Пример рентгенограммы с выявленным пневмотораксом представлен на рисунке 3. 
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Рисунок 3: Пример локализации пневмоторакса на рентгенографии.
Масса легкого представляет собой злокачественное новообразование в легочной ткани диаметром свыше 3 см, который может сигнализировать о наличии одного из видов рака легких. Тем не менее, причиной возникновения легочной массы может также быть инфекция, в том числе грибковые и паразитарные инфекционные заболевания. На рентгенографическом снимке (Рис. 4) масса легкого определяется как пятно на легком, окруженное вокруг здоровой легочной тканью.
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Рисунок 4: Пример локализации массы легкого на рентгенографии.
Плевральный выпот – скопление жидкости в плевральной области. К симптомам появление выпота относится одышка и боль в грудной клетке. Плевральные выпоты подразделяются на транссудативный и экссудативный. Наиболее распространенными причинами транссудативного легочного выпота являются серьезные заболевания, такие как цирроз печени и сердечная недостаточность. К причинам экссудативного легочного выпота относятся бактериальная пневмония, рак легких или осложненная вирусная инфекция. При плевральном выпоте у больного на снимке наблюдается «срезанный» реберно-диафрагмальный угол и затенение части диафрагмы. Для более детального определения выпота делают также рентгенограмму в боковом положении. На рисунке 5 представлен пример локализации легочного узла.
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Рисунок 5: Пример локализации плеврального выпота на рентгенографии.
Важной особенностью диагностики заболеваний грудной клетки заключается в том, что течение одного заболевания может спровоцировать возникновение другого легочного заболевания. Таким образом, при проведении рентгенологического исследования на одном снимке может локализироваться сразу несколько легочных заболеваний. Именно поэтому требуется высокий уровень диагностики и распознавания легочных заболеваний как со стороны диагностического оборудования, так и со стороны специалистов-рентгенологов, которые занимаются расшифровкой полученных рентгенограмм.
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Нейрон представляет собой элементарную единицу обработки информации в искусственной нейронной сети. Он получает на вход некоторые данные, после чего производит с ними вычисления и в дальнейшем отправляет полученные результаты дальше. При этом, полученная информация на выходе может быть передана дальше по синаптическим связям к следующим нейронам в сети, либо являться выходом всей сети.
Рассмотрим подробнее структуру искусственного нейрона. На рисунке 6 представлена модель нейрона, лежащего в основе искусственной нейронной сети. Выделяют три основных элемента модели:
· Набор синапсов или связей, каждый из которых характеризуется собственным весом или силой;
· Сумматор, складывающий входные сигналы, взвешенные относительно соответствующих синапсов нейрона;
· Функция активации, которая ограничивает амплитуду выходного сигнала нейрона. Эта функция называется также функцией сжатия. Обычно нормализованный диапазон амплитуд выхода нейрона находятся в интервале [0,1] или [-1,1].
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Рисунок 6: Структура искусственного нейрона 
В математическом представлении функционирование нейрона описывается следующим образом:
, 	
, 
где  – входные сигналы, 
 – синаптические веса нейрона ,
 – линейная комбинация воздействия,
 – функция активации,
 – выходной сигнал нейрона.
Функция активации, представленная в формулах как , определяет выходной сигнал нейрона в зависимости от индуцированного локального поля  u. В таблице 1 представлены основные типы функций активации.
Таблица 1 – Функции активации
	Название функции
	Формула
	Графическое представление

	Линейная
	k – коэффициент активации
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	Линейная с насыщением
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	Пороговая функция (функция единичного скачка)
	
	[image: ступенчатая функция]

	

	Продолжение таблицы 1

	Название функции
	Формула
	Графическое представление

	Сигмоидальная функция
	
k – параметр наклона
	[image: сигмоида - функция активации]

	Гиперболический тангенс
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	ReLU
	
	[image: ]


В настоящее время наибольшее распространенной является сигмоидальная функция активации. Главными преимуществами данной функции является то, что она не является бинарной и для нее характерен гладкий градиент. Однако, она имеет основной недостаток. При приближении к границам диапазона, значения функции слабо реагирует на изменение входного значения. Это происходит по причине того, что градиент имеет малые значения и стремится к 0. Из-за этого скорость обучения сети замедляется либо обучение вовсе прекращается. Для предотвращения затухания градиента используют функцию активации ReLU. Применение ReLU существенно повышает скорость сходимости градиентного спуска, обусловленным линейным характером и отсутствием насыщения. 
В результате преобразования входящего сигнала функцией активацией формируется выход нейрона. Выходной сигнал передается всем нейронам, в том числе и самому себе. Выходным сигналом сети могут быть как все, так и некоторые сигналы нейронов после нескольких тактов функционирования нейронной сети.
Объединяясь между собой, искусственные нейроны образуют нейронную сеть. Наиболее распространенной архитектурой принято считать послойную (рис.2), когда нейроны объединяются между собой в слои, а связи устанавливаются между нейронами соседних слоев.
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Несмотря на широкое применение полносвязных нейронных сетей при решении задачи компьютерного зрения, для получения хороших результатов используются сверточные нейронные сети, предложенные Яном Лекуном в 1998 году [2]. 
Сверточные нейронные сети очень похожи на обычные нейронные сети: они также состоят из нейронов с изменяемыми весами и смещениями. Однако, сверточные нейронные сети имеют более чувствительную архитектуру при работе с таким типом данных, как изображения. В частности, слои в сверточной нейронной сети располагают нейроны в трех измерениях – ширине, высоте и глубине, за счет чего каждый слой сети преобразует 3D-представление входных данных в 3D-представление выходных данных при помощи нейронов активации.
Архитектура сверточной нейронной сети состоит из серии сверточных и субскретизирующих (подвыборочных) слоев. На выходе сети всегда используется полносвязный слой. На рисунке 7 представлена архитектура сверточной нейронной сети. 
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Рисунок 7: Архитектура сверточной нейронной сети 
Таким образом, при подаче на вход некоторого изображения, оно пропускается через чередование сверточных и подвыборочных слоев, а при помощи полносвязного слоя на выходе порождается выход сети, который может быть представлен как класс или вероятность класса, наиболее правильно описывающего изображение. Далее будет рассмотрено более подробно каждый из слоев сверточной нейронной сети.
Сверточный слой
Название сверточной нейронной сети дало применение сверточных слоев, которые решают задачу свертки. Свертка – это специализированный вид линейной операции. 
Ядра фильтров сверточных слоев берут небольшой размерности с целью предотвращения перекрытия изображения. Следовательно, операция свертки применяется к некоторым областям изображения, одновременно сдвигая на несколько пикселов либо вертикально или горизонтально, либо одновременно в горизонтальном и вертикальном направлении. 
Предположим, у нас имеется изображение  размером  и ядро свертки . В результате свертки  ( - математическая операция двумерной свертки) получается двумерный массив  элемент которого равен

Ядро свертки при этом будет иметь следующий вид:

Операция свертки и получение значений сверточной карты представлена на рисунке 8.
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Рисунок 8: Операция свертки и получение значений сверточной карты
Таким образом, в результате операции свертки на выходе формируется выходная карта (матрица признаков). Карты признаков позволяют находить на небольшом участке изображения определенные признаки (например, линии под определенным углом, дуги, кружки). При этом в рамках одного сверточного слоя может формироваться несколько выходных карт, каждая из которых будет отвечать за конкретный признак.
Подведя итог можно выделить основные тезисы работы сверточного слоя:
1) Входные данные задаются тремя параметрами ;
2) Конфигурация сети определяется количеством ядер , размером локального поля  и сдвигом поля ;
3) Размер выходных данных определяется по следующим формулам:



4) Каждая из  карт признаков, имеющих размер , является результатом применения свертки к входному изображению с индивидуальными для каждом карты ядром.
Подвыборочный (субдискретизирующий) слой
Субдискретизирующий слой в сверточной нейронной сети предназначен прежде всего для уменьшения размерности карт признаков, полученных на предыдущем сверточном слое, и количества настраиваемых параметров. 
Принцип работы подвыборочного слоя заключается в следующем. К каждому локальному поля карты признаков применяется одна и та же операция. Другими словами, вместо значений участка размерностью  выбирается только единственное значение. При этом, в зависимости от выбранной конфигурации нейронной сети в качестве значения можно выбрать наибольшее (MAX-pooling) или среднее (average-pooling) значение. После этого происходит путем сдвига определяется следующий участок, на котором выполняются аналогичные действия по выбору значения. На рисунке 9 представлен пример работы субдискретизирующего слоя с выбором максимального значения с участком размерностью  и сдвигом 2. 
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Рисунок 9: Пример работы субдискретизирующего слоя
Таким образом, в работе субдискретизирующего слоя выделяют следующие характеристики:
1) Входные данные задаются тремя параметрами ;
2) Конфигурация сети определяется размером участка  и сдвигом ;
3) Размер выходных данных определяется по следующим формулам:



Полносвязный классификатор
Последними слоями сверточной нейронной сети всегда являются полносвязные. Полносвязный слой состоит из набора нейронов, каждый из которых связан со всеми нейронами предыдущего слоя.  Таким образом, полносвязный выходной слой – это слой классического многослойного персептрона, который решает задачу классификации. 
Предположим, что  – выходной полносвязный слой. В случае, когда предыдущий  слой также является полносвязным, то -ый элемент -ого слоя рассчитывается по следующей формуле:
 ,

Если предыдущий слой является сверточным, то формула расчета -ого элемента слоя  будет иметь следующий вид:
 ,

где  – количество карт признаков на предыдущем сверточном слое, 
 – размерность карт признаков,
– веса ядра свертки, которые соединяют элемент  в -ой карте признака сверточного слоя и -ый элемент выходного слоя
 – функция активации,
 – выходной сигнал нейрона полносвязного выходного слоя.
Следует отметить, что в любой сверточной нейронной сети после комбинации сверточных и субдискретизирующих слоев используется как минимум два полносвязных слоя.
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Одной из ключевых особенностей нейронной сети считается ее способность обучаться на основе данных и в результате обучения повышать свою производительность. Для повышения производительности сети требуется время и применение определенных правил. Обучение нейронной сети происходит за счет корректировки синаптических весов и порогов. Таким образом, обучение – процесс, в котором свободные параметры нейронной сети настраиваются посредством моделирования среды, в которую эта сеть встроена. При этом, тип обучения определяется способом подстройки этих параметров [18].
Определим постановку задачи классификации для нейронной сети. Предположим, имеется -ое количество объектов, для каждого из который определяется набор из  признаков (факторов) и номер класса, к которому принадлежит объект. Требуется выработать правило, позволяющее отнести новый объект к одному из возможных классов. С математической точки зрения задача классификации определяется следующим образом. Пусть  – множество образов,  – отдельный образ из заданного множества, – пространство входных сигналов,  – входной сигнал, элемент пространства .  – оператор, отражающий элемент множества  в точку пространства .  – множество классов,  – множество меток, соответствующих классам.  – решающее правило, которое позволяет определить каждой точке  метку  класса, к которому он относится. Таким образом, классификация образа   по классам   – построение решающего правила  для распознавания с минимальным числом ошибок.
Таким образом, задача обучения заключается в нахождении таких синаптических весов нейронной сети, с которыми обученная сеть на тестовом множестве получает требуемые значения метрики качества обучения. Это задача достигается за счет уменьшения функции ошибки. В качестве функции ошибки могут использоваться:  
· Среднеквадратическая ошибка
,
где  – выходной сигнал нейрона,
 – целевой вектор.
· Категориальная перекрестная энтропия
,
· Средняя квадратическая логарифмическая ошибка
,
Коррекция весов при этом производится по следующему правилу:
,
где  – коррекция, связанная с -ым входом ,
 – скорость обучения. 
Для реализации минимизации функции ошибки существует множество алгоритмов. Для каждой сети можно выбрать определённый алгоритм, который наилучшим образом будет оптимизирует процесс с индивидуальными условиями задачи и вычислительными ресурсами. Наилучшим образом себя зарекомендовали методы, основанные на вычислении градиента. Одним из них является метод, основанный на обратном распространении ошибки.
Веса нейронной сети инициализируются небольшими случайными значениями. На каждом шаге обучения с номером k выполняются следующие действия:
1) Определяется обучающая пара ;
2) Рассчитывается выход сети  на последнем слое;
3) Выполняется расчет разницы между выходным сигналом нейрона и целевым вектором, а также целевая функция 
4) Настраиваются веса нейронов на последнем слое по следующим формулам:
,
,
,
,
,
где  – взвешенная сумма -ого нейрона на -ом слое,
 – количество нейронов на  слое.	
5) Считается ошибка на  – ом слое:
,
,
.
Первые три шага алгоритма отвечают за «прямой проход», поскольку на этих шагах сигнал распространяется от входа сети к выходу. Оставшиеся шаги относятся к «обратному проходу», так как корректировка весов осуществляется от последнего к первому слою. Спустя определённое число повторений шагов алгоритма разница между выходным значением и желаемым уменьшается до приемлемого значения, что свидетельствует о завершении этапа обучения.
Для сверточных и субдискретизирующих слоев метод обратного распространения ошибки, основанный на вычислении градиента, работает аналогичным образом с учетом особенностей построения сверточных слоев.
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LeNet
Одна из первых сверточных нейронных сетей, положившей начало глубокому обучения, была предложена Я.Лекуном, Л.Боттоу, Й.Бенгио и П.Хаффнер в 1994 году. Идея сверточной нейронной сети заключалась в распознавании рукописных и машинно-печатных символов. После многочисленных успешных итераций эта сеть получила название LeNet5. Архитектура сети представлена на рисунке 10. Она достаточно проста и понятна, поэтому зачастую используется на этапе первого шага обучения сверточной сети.
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Рисунок 10: Архитектура сверточной нейронной сети LeNet5
Архитектура сети LeNet5 состоит из двух слоев сверточных и субдискретизирующих слоев, за которыми следует сглаживающий сверточный слой, а затем два полносвязных слоя с классификатором. Свертки с обучающими параметрами позволяют извлекать одинаковые свойства с помощью нескольких параметров. 
Ключевым преимуществом архитектуры сети LeNet5 в то время было возможность сохранения параметров и результатов вычисления, что существенно снижало нагрузку на процессоры и ускоряло процесс обучения в зависимости от использования больших многослойных сетей. 
Таким образом, можно выделить основные особенности архитектуры сверточной нейронной сети LeNet:
· Архитектура нейронной сети состояла из последовательности 3 слоев: сверточного, субдискретизирующего и слоев нелинейности. В то время это было основной особенностью глубокого обучения;
· Для извлечения свойств использовалась свертка;
· Подвыборка осуществлялась с применением пространственного усреднения карт;
· Нелинейность обеспечивалась с помощью гиперболического тангенса или сигмоиды;
· Финальный классификатор формировался в виде многослойной нейронной сети
· Использование матрицы связности между слоями позволяло уменьшить объем требуемых вычислений.
Сверточная нейронная сеть LeNet вдохновила многих исследователей и в последующем стала основой для создания другим сверточных нейронных сетей.
AlexNet
Следующим этапом прорыва в развитии глубокого обучения стало публикация в 2012 году А.Крижевским, Д.Хинтон и И.Суцкевер архитектуры сверточной нейронной сети под названием «AlexNet», которая с большим успехом победила на конкурсе по распознаванию изображений Image Classification Challenge (ILSVRC). Обучение сети проходило на основе 1,2 миллиона изображений высокого разрешения в 1000 различных классов. При этом, в силу недостаточной мощности графических процессоров обучение производилось на двух графических процессорах с концепцией разделения слоев. Архитектура нейросети AlexNet схожа с сетью LeNet, однако имеет свои особенности (Рис. 11)
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Рисунок 11: Архитектура сверточной нейронной сети AlexNet
Архитектура AlexNet состоит из пяти сверточных слоев, а затем идут три полносвязных слоя. После этого, выходные данные пропускаются через 1000-полосный классификатор. Из-за того, что архитектура сети предусматривает работу на двух графических процессорах, ядра второго, четвертого и пятого сверточных слоев связаны только с картами ядра в предыдущем слое, которые находятся на одном и том же процессоре. Если говорить о полносвязных слоях, нейроны в них связанны со всеми нейронами предыдущего слоя.
Благодаря архитектуре AlexNet, результаты вычислений LeNet масштабируются в более крупную нейросеть, способную изучать более сложные объекты. Особенности этой архитектуры следующие:
· В качестве нелинейности использовались блоки линейной ректификации (ReLU);
· Использование методики отбрасывания, основанной на выборочном игнорировании отдельных нейронов в ходе обучения, что позволяет исключить случай переобучения модели.
С появлением архитектуры AlexNet, в развитии глубокого обучения произошла революция. 
VGGNet
К. Симонян и Э. Зиссерман из Окфордского университета решили исследовать влияние глубины сверточной нейронной сети на ее точность в условиях решения задачи распознавания крупномасштабных изображений. Результатом исследования стала архитектура сверточной нейронной сети VGG16 и VGG19, которая была представлена в статье «Very Deep Convolutional Networks for Large-Scale Image Recognition» [10]. Представив свою работу на конкурсе по распознаванию изображений ImageNet Challenge (ILSVRC) в 2014 году, команда заняла первое и второе места, а архитектура VGG16 стала одной из самых знаменитых моделей, представленных на соревновании. Она является улучшенной версией AlexNet, в следствии увеличении глубины архитектуры до 16 и 19 слоев с маленькими (3×3) фильтрами свертки. 
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Рисунок 12: Архитектура сверточной нейронной сети VGG16
Архитектура сети VGG16 (Рис. 12) состоит из двенадцати сверточных слоев, в которых используются фильтры с малым рецептивным полем 3×3. За некоторыми из сверточных слоев следуют максимальные слои объединения. После набора сверточных слоев идут три полносвязных слоя и 1000-полосный классификатор.
Несмотря на высокую популярность и простоту реализации, архитектура сверточной нейронной сети VGG имеет два основных недостатка:
1) Медленная скорость обучения;
2) Большой вес архитектуры сети, что ведет к появления проблем с диском и пропускной способностью.
GoogLeNet
Кристиан Жегери из Google озаботился снижением объема вычислений в глубоких нейронных сетях и в результате создал архитектуру сети GoogLeNet, которая показывала высокую точность и обладала малым количеством вычислений.  Впервые данная нейросеть была представлена на ImageNet Recognition Challenge в 2014 году, где и стала победителем. 
Кристиан стремился добиться уменьшения вычислительной нагрузки, добиваясь при этом высокой производительности. В итоге, команда создала модуль Inception, который представлен на рисунке 13. 
[image: ]
Рисунок 13: Работа модуля Inception
Применение параллельного использования сверток разного масштаба позволяет увеличивать сеть как в глубину, так и в ширину. В каждом модуле Inception присутствуют сверточные слом с ядром разного размера. Помимо этого, для агрессивного уменьшения количества измерений, в модуле используются свертки размером 1×1. Для того, чтобы сохранить информацию, передаваемую из предыдущего слоя, применяется субдискретизирующий слой. Затем вновь идет свертка с ядром 1×1 для выравнивания размерности на выходе. На последнем шаге карты признаков, полученные на каждом из параллельных слоев, объединяются. 
Архитектура сети GoogLeNet состоит из девяти Inception-блоков (Рис.14). В отличии от архитектуры сети AlexNet, в такой конструкции примерно в 10 раз меньше параметров и скорость вычисления у нее выше.
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Рисунок 14: Архитектура сверточной нейронной сети GooLeNet
ResNet
Стремительное развитие глубокого обучения привело к проблеме создания глубоких сверточных нейронных сетей с большим количеством (более 100) слоев без существенной нагрузки на вычислительные процессоры. Проблема сворачивания глубокой сети заключается в следующем: с увлечением глубины сети сначала происходит увеличение точности, а затем стремительное ухудшение.
Каймин Хэ, Сянъю Чжан, Шаоцин Жэнь и Цзянь Сун ввели понятие остаточных сетей (ResNets (сокр. Residual Networks)) в своих исследованиях глубокого остаточного обучения для распознавания образов [3]. Использование остаточных сетей позволяет гораздо более глубокой сети тренироваться эффективно.
В чем заключается проблема с очень глубокими нейронными сетями? Во время каждого шага обучения сети все веса получают обновление, пропорциональное частной производной функции ошибки по отношению к текущему весу. В случае, когда градиент очень мал, веса перестают эффективно меняться, что приводит к остановке дальнейшего обучения сети. Таким образом, из-за затухания градиента данные потеряются в слоях глубокой сверточной сети.
Для предотвращения этой проблемы, Microsoft провел исследование и показал, что разделение глубокой сети на три слоя блоков и передача сигнала в каждый блок непосредственно через следующий блок, а также остаточный выход блока минус вход в блок, который вводится повторно, позволяет устранить проблему затухающего градиента.  Другими словами, архитектура сети ResNet основана на разбении очень глубокой сети на небольшие куски, который связаны между собой через пропуск или короткие соединения (англ. shortcut connections), для формирования большой сети. Схема блока с shortcut соединением представлена на рисунке 15.
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Рисунок 15: Схема блока с shortcut соединением
Применение архитектуры глубокой сверточной нейронной сети ResNet позволяет решить множество проблем, среди которых:
1) Легкая оптимизация сети ResNet. Сравнительно с классическими нейронными сетями увеличение глубины сети не приводит к увеличения ошибки обучения;
2) Свободное увеличение точности обучения сети ResNet за счет увеличения глубины сети.


[bookmark: _Toc41237996]Глава 2. Реализация
2.1 [bookmark: _Toc41237997]Оборудование и программное обеспечение
Проведение эксперимента осуществлялось на ПК с процессором Intel Core i3-4005U с частотой 1.70 GHz. Разработка модели сверточной нейронной сети, участвовавшей в эксперименте, осуществлялась на высокоуровневом языке программирования Python. 
Язык разработки Python является достаточно понятным, логичным и лаконичным. Также отличительными чертами считаются кроссплатформенность и наличие большого количества качественных библиотек с открытым исходным кодом. Благодаря этому, создание модели с использованием необходимых библиотек не представляет больших затруднений, а благодаря кроссплатформенности реализованное решение подлежит использованию на различных платформах, как например Microsoft, iOS или Linux. 
Для работы с искусственными нейронными сетями на языке python существует большое количество библиотек, среди которых:
· TensorFlow;
· Theano;
· Caffe;
· PyTorch;
· Keras.
В качестве исходных библиотек для решения задачи в рамках данной работы были выбраны TensorFlow и Keras. Так же среди плюсов отмечается обслуживание моделей, наличие мощных средств мониторинга процесса обучения моделей и поддержка распределённого обучения. Библиотека Keras зачастую используется поверх TensorFlow или Theano. Данная библиотека обладает интуитивно понятным интерфейсом, имеет полностью конфигурируемые модули и поддерживает обучение на нескольких процессорах. 
2.2 [bookmark: _Toc41237998]Описание набора данных
В качестве набора данных для обучения сверточной нейронной сети использовался набор рентгенографий грудной клетки NIH Chest X-rays, представленный в общий доступ доктором медицинских наук, старшим исследователем службы обработки клинических изображений в лаборатории визуализации биомаркеров и компьютерной диагностики отделения радиологии и визуализации клинического центра США Рональдом М. Саммерс [9]. Набор включает 112,120 рентгеновских изображений фронтального обзора от 30,805 уникальных пациентов, собранных с 1993 по 2015 год. Рентгенографические изображения представлены в формате PNG с разрешением 1024×1024. Пример рентгенографического снимка из набора данных представлен на рисунке 16.
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Рисунок 16: Пример рентгенографического снимка
Каждый снимок оснащен текстовыми метками определения болезни (где каждое изображение может иметь многоуровневые метки), полученными из рентгенологических отчетов с использованием обработки на естественном языке. В рамках представленного набора включены четырнадцать распространенных патологий грудной клетки, среди которых ателектаз, консолидация, инфильтрация, пневмоторакс, отек, эмфизема, фиброз, пневмония и другие.
Помимо рентгенографического снимка в архиве содержится сводный файл в формате *.csv, в котором хранится информация о пациенте, место локализации и размеры патологического заболевания. Наличие общей информации делает процесс обработки данных более удобным и доступным. Отрывок из используемого набора данных представлен на рисунке 2.
2.3 [bookmark: _Toc41237999]Предварительная обработка данных
Прежде чем начать непосредственное построение модели классификатора и его обучение, требуется сформировать комфортный набор данных для дальнейшей работы с ним. Для этого были произведены следующие шаги обработки исходного набора данных заболеваний грудной клетки, которые будут рассмотрены далее. 
Формирование набора данных для обучения нейронной сети
Первым этапом обработки данных для решения задачи классификации стал качественный анализ рентгенографических изображений. Проанализировав общий набор изображений, выяснилось, что значительная часть набора непригодна для обучения нейронной сети. Поэтому для формирования подходящего обучающего набора, была произведена ручная фильтрация изображений низкого качества. Рентгенографический снимок признавался снимком низкого качества в случаях, когда:
· Съемка грудной клетки производилась не в прямой проекции;
· Значительное искажение грудной клетки на снимке;
· Засвеченность или размытие рентгенограммы;
· Наличие посторонних предметов в области грудной клетки, препятствующих диагностике патологий.
Примеры рентгенографических изображений низкого качества представлены на рисунке 17. 
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Рисунок 17: Примеры рентгенографических изображений низкого качества
Также при формировании обучающего набора необходимо произвести анализ сводного файла, содержащего дополнительную информацию о локализации патологии. Оказалось, что на одном рентгенографическом снимке может локализироваться несколько заболеваний, что при обучении нейронной сети может привести к ошибочным результатам. Следовательно, снимки такого рода также были отсеяны из обучающего набора. 
В свою очередь стоит отметить, что некоторые патологические состояния на рентгенограммах локализируются похожим образом. Поэтому количество классов обучающей выборки было уменьшено до шести, среди которых ателектаз, инфильтрация легочной ткани, пневмоторакс, легочная масса, плевральный выпот и отсутствие патологий.
В результате анализа исходного набора данных заболеваний грудной клетки значительная часть была отсеяна. Результаты первого этапа формирования набора данных для работы с нейронной сетью представлены в таблице 2.
Таблица 2 – Результат первого этапа формирования обучающего набора
	
	До анализа
	После анализа

	С наличием патологий
	51759
	10918

	Без патологий
	60361
	2195

	Общее количество
	112120
	13113


Несмотря на значительное сокращение объема данных, сформированный набор удовлетворяет критериям по обучению нейронной сети.
Исходные рентгенографические снимки имеют размер 1024×1024. За счет значительного объема обучающего набора и достаточно большого разрешения обучение нейронной сети займет большое количество времени, увеличивая при этом нагрузку на вычислительные процессоры. Поэтому следующим этапом формирования набора для обучения стало сжатие исходных изображений до меньших размеров с сохранением качества. В качестве итогового разрешения обучающего набора был выбран размер 256×256. Схема процесса сжатия представлена на рисунке 18.
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Рисунок 18: Процесс сжатия изображения
Сжатие изображений производилась при помощи функции resize(), входящей в состав библиотеки с открытым исходным кодом OpenCV. Функция resize() позволяет выполнить сжатие изображения в зависимости от пользовательских параметров (например, сжатие до фиксированного размера или сжатие на 50% от исходного разрешения). Синтаксис вызова функции выглядит следующим образом (Рис.19):
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Рисунок 19: Синтаксис вызова функции сжатия
В нашем случае img_in – входящее исходное изображение, img_out – сжатое изображение, img_size_x=img_size_y=256 – размер, до которого необходимо выполнять сжатие. Сжатые рентгенографические изображения были сохранены в отдельную папку для дальнейшей обработки нейронной сетью.
Преобразование данных в массив и нормализация
Поскольку нейронная сеть работает с целочисленными массивами данных, требуется преобразовать каждое изображение в массив. Для этого напишем функцию, которая будет преобразовывать каждое изображение в массив и добавлять массив в новый массив NumPy. Таким образом, на вход подается рентгенографические снимки, а на выходе мы получаем массив массивов поданных изображений. Листинг функций преобразования изображений в массив и сохранения полученного массива представлен на рисунке 20.
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Рисунок 20: Листинг функций преобразования изображений 
в массив и сохранение массива
Завершающим этапом формирование обучающего набора и его предварительной обработки является нормализация. В случае машинного обучения нормализация – это процедура предобработки входных данных, таких как обучающее, тестовое и рабочее множество, при которой значения признаков, образующих входной вектор, приводятся к некоторому заданному диапазону.[16] Зачастую исходные значения признаков изменяются в значительно большом диапазоне и такой дисбаланс между значениями может привести к некорректной работе нейронной сети, что может быть выражено в неустойчивости работы модели, замедлении процесса обучения или ухудшении результатов обучения сети. В результате нормализации входных данных все входящие значения приводятся к некоторому ограниченному диапазону (чаще всего [0…1] либо [-1…1]). Фрагмент листинга кода программы, выполняющий нормализацию данных, представлен на рисунке 21.
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Рисунок 21: Фрагмент листинга кода программы, 
выполняющий нормализацию данных
В результате нормализации данных входные значения признаков были приведены к диапазону [0,1]. Помимо этого, метки классов также были приведены к диапазону [1,6], соответствующий номеру класса.
После завершения всех этапов формирования обучающего набора и его предварительной обработки можно перейти к непосредственному построению нейронной сети и ее обучению.
2.4 [bookmark: _Toc41238000]Архитектура сверточной нейронной сети
Общая архитектура представлена полученной сверточной нейронной сети представлена на рисунке 22. 
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Рисунок 22: Архитектура сверточной нейронной сети
Сверточная часть нейронной сети состоит из комбинации пяти пар сверточных и субдискретизирущих слоев, затем идут два полносвязных слоя, формирующих классический многослойный персептрон. Каждый из слоев полученной архитектуры имеет собственные параметры. В таблице 3 представлены параметры слоев нейронной сети, где номер слоя соответствует номеру на рисунке, представленном выше. 
Таблица 3 – Параметры каждого слоя сверточной нейронной сети
	№
	Тип слоя
	Размер локального поля f
	Количество карт признаков d
	Размер выходных данных
	Дополнительные параметры

	1
	Conv2D
	(5×5)
	16
	(252×252)
	ReLU

	2
	Polling
	(3×3)
	16
	(84×84)
	MAX

	3
	Conv2D
	(5×5)
	16
	(80×80)
	ReLU

	4
	Polling
	(2×2)
	16
	(40×40)
	MAX

	5
	Conv2D
	(5×5)
	32
	(36×36)
	ReLU

	6
	Polling
	(3×3)
	32
	(12×12)
	MAX

	7
	Conv2D
	(5×5)
	32
	(8×8)
	ReLU

	8
	Polling
	(2×2)
	32
	(4×4)
	MAX

	9
	Conv2D
	(3×3)
	64
	(2×2)
	ReLU

	10
	Polling
	(2×2)
	64
	(1×1)
	MAX

	11
	Dropout
	-
	-
	-
	0,5

	12
	Dense
	-
	-
	-
	ReLU

	13
	Dense
	-
	-
	
	Softmax


Для перехода к моделированию сверточной нейронной сети определим параметры инициализации. Инициализация весов нейронной сети происходит автоматическим образом. Выходной сигнал нейрона рассчитывается на основе функции активации ReLU . Для борьбы с переобучением сети используется Dropout и обучение с ранним остановом. В качестве целевой функции применяется категориальная кроссэнтропия, которая вычисляется по формуле:

Минимизация ошибки будет достигаться за счет метода стохастического градиентного спуска.


[bookmark: _Toc41238001]Глава 3. Тестирование 
Для проведения обучения полученной модели сверточной нейронной сети сформированный ранее набор был разделен на обучающее и тестовое множество в соотношении 0,8/0,2 соответственно. Таким образом на обучение сети было представлено 10490 рентгенографических снимков. 
Также для проверки предсказательной способности обученной модели и соответствия требованиям поставленной задачи классификации патологий грудной клетки рекомендуется проводить валидацию. Валидация проводится на не используемом для обучения валидационном множестве после обучения нейронной сети. Таким образом, 20% обучающего набора было отнесено к валидационному множеству. Для этого воспользуемся методом Монте-Карло, согласно которому данные разбиваются на обучающее и валидационное случайным образом. 
Количество примеров batch_size, подаваемых за один шаг, было определено как 100, количество эпох для обучения epoch на первом этапе было принято 20, а в следующем эксперименте увеличено до 50. Результат работы сети представлен на рисунке 23 и 24.
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Рисунок 23: Изменение значения точности на обучающем и валидационном множествах в зависимости от количества итераций.


[image: ]
Рисунок 24: Изменение значения ошибки на обучающем и валидационном множествах в зависимости от количества итераций.
Из данных графиков можно наблюдать повышение качества классификации с каждой итерацией. На обучающем множестве ошибка снизилась до 1,12, а точность составила 58%. 
Также для корректной оценки качества обученной модели классификатора посчитаем основные показатели производительности. Поскольку расчет показателей производится в случае, когда модель представлена в виде двоичного классификатора, выполним некоторые изменения при тестировании сети и исполним подобные действия для каждого из шести классов:
· Выделим приоритетный класс, для которого будем производить расчет, а оставшиеся классы переведем в «иное»;
· Произведем расчет основных показателей производительности.
Стандартным способом оценки производительности классификатора является анализ матрицы неточностей. На основе матрицы можно подсчитать ошибки первого и второго рода. К ошибке первого рода относится ложноположительная (англ. false positive - FP), а к ошибке второго рода ложноотрицательная (англ. false negative - FN)  классификации.
Результат построения матрицы неточностей для обученного классификатора легочных заболеваний представлен на рисунке 25.
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Рисунок 25: Матрица неточностей для построенной сети
По матрице неточностей для многоклассового классификатора можно построить бинарные матрицы неточностей для каждого конкретного заболевания (Рис. 26)
[image: ]
Рисунок 26: Матрица неточностей каждого из класса
Матрица неточностей является основным инструмент расчета производительности модели. На основе значений матрицы можно вычислить такие показатели, как точность, полнота, мера F1, а также клиническая чувствительностьи специфичность.
Точность (precision) системы в пределах класса позволяет определить долю объектов, определенных моделью положительными, к действительно являющимся положительными объектам и рассчитывается как:

где  – истинноположительные классификации,
 – ложноположительные классификации.
Полнота (recall) показывает долю объектов положительного класса к общему количеству объектов положительного класса и вычисляется по формуле:

где  – истинноположительные классификации,
 – ложноотрицательные классификации.
Также точность и полнота можно объединить в меру F1, которая вычисляется по следующей формуле:

Чувствительность (sensivity) отражает показывает вероятность классификации больного таковым. Чувствительность вычисляется по формуле:

Специфичность (specitivity) позволяет оценить вероятность классификации здорового таковым и рассчитывается по формуле:

Все описанные выше показатели производительности были рассчитаны для каждого из 6 классов и результаты представлены в общей таблице 4.
Таблица 4 – Показатели производительности сверточной нейронной сети
	№ класса
	Заболевание
	Precision
	Recall
	F1
	Sensivity
	Specitivity

	0
	Infiltration
	0,4782
	0,5821
	0,5251
	0,5821
	0,8809

	1
	Effusion
	0,6805
	0,5227
	0,5913
	0,5227
	0,9505

	2
	Atelectasis

	0,5441
	0,3961
	0,4585
	0,3962
	0,9281

	3
	Pneumothorax

	0,5533
	0,5659
	0,5596
	0,5659
	0,9079

	4
	Mass

	0,5458
	0,6573
	0,5964
	0,6573
	0,8939

	5
	No Finding
	0,6151
	0,6743
	0,6433
	0,6743
	0,9159


	На основе показателей производительности можно сделать вывод, что все классы заболеваний поддаются классификации. Тем не менее, классификация ателектаза дает значительное количество ошибочных результатов, что говорит о низком уровне распознавания. Лучшим образом нейронная сеть классифицирует отсутствие патологий и легочную массу.
[bookmark: _Toc39049190]

[bookmark: _Toc41238002]Выводы
В результате работы была спроектирована и реализована сверточная нейронная сеть, решающая задачу классификации заболеваний грудной клетки. В результате оценки качества модели было обнаружено, что наилучшим образом нейронная сеть классифицирует легочную массу, а хуже всего поддается классификации ателектаз. Общая точность классификации достигает 58%.
Улучшение можно достичь за счет более глубоких архитектур или увеличении набора данных. Для этого требуются более высокие вычислительные ресурсы, поэтому в рамках данной работы из-за аппаратных ограничений удалось использовать лишь сверточную нейронную сеть с небольшим числом параметров и относительно небольшой набор данных. 






[bookmark: _Toc41238003]Заключение
В рамках данной работы было изучено применение искусственных нейронных сетей в медицинской диагностике на примере решения задачи классификации заболеваний грудной клетки на основе рентгенографических снимков. При этом были выполнены следующие задачи:
· Произведен анализ предметной области;
· Произведен анализ набора данных и сформирован обучающий набор данных;
· Выбраны архитектура сверточной нейронной сети и алгоритм ее обучения;
· Выбраны инструменты для программной реализации искусственной нейронной сети: язык разработки и необходимые библиотеки;
· Реализована сверточная нейронная сеть на основе сформированного набора данных;
· Проведены вычислительные эксперименты и произведен анализ полученных результатов.
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img out = cv2.resize(img in, (img size x, img size y))
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def save_to_array(arriname, arriobject):
return np.save (arr_name, arriobject)
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