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[bookmark: _Toc8237762][bookmark: _Toc8238008][bookmark: _Toc8238184]Введение
В наше время существует достаточно алгоритмов перевода рукописного теста в печатный. Они позволяют производить данную конвертацию с минимальным количеством ошибок. Если поменять местами печатный и рукописный текст, то получится совершенно новая задача, которую здесь и далее будем называть «Автоматизированной генерацией рукописных текстов». Данная задача не так широко распространена, как предыдущая. Однако это не делает ее менее интересной, а тем более полезной.
Актуальность решения задачи заключается в удобстве автоматизации рукописного текста для множества областей человеческой деятельности. Современные компьютерные игры создаются сотнями художников, которые рисуют заметки, дневники и прочие рукописи, принадлежащие героям, вручную. Автоматизация данного процесса поможет сократить временные затраты на создание данных атрибутов. Такое же применение решение задачи автоматизации рукописных текстов найдет в различных дизайнерских работах: оформлении книг, дизайне открыток и т.д.
Для получения печатного текста из изображений рукописного существует огромное множество программных средств: ABBY FineReader, Tesseract, contentCrawler, NAPS2 и т.д. Несмотря на то, что многие являются платными продуктами, их свободно можно найти в интернете. Обратная ситуация складывается с поиском программ генерации рукописного текста из печатного. Среди найденных программных продуктов можно выделить следующие: HandWriter, Писец. Основным минусом данных и прочих существующих программ автоматизации рукописного текста является искажение человеческого почерка. Данные продукты не прорабатывают соединения между буквами, решая данную проблему введением посторонних шумов, что делает исходный результат совершенно непохожим на человеческий почерк.
Таким образом, решения, предлагаемые существующими программными продуктами, далеки от идеального представления, что делает их неподходящими для использования в сферах, где автоматизированная генерация рукописных текстов актуальна.


[bookmark: _Toc8237763][bookmark: _Toc8238009][bookmark: _Toc8238185]Постановка задачи
В данной работе основной задачей	является написание программного продукта, который, получая на вход печатный текст, будет переводить его в рукописный. Причем результат должен быть похожим на естественный человеческий почерк. Так как для решения подобных проблем зачастую используются нейронные сети, то основную задачу можно разбить на следующие подзадачи:
1. Изучение различных видов нейронных сетей
2. Реализация алгоритма с использованием выбранных нейронных сетей
3. Сравнение полученных результатов
4. Выводы по проделанной работе
Таким образом, основной целью является не только получение рабочего прототипа программного продукта, переводящего печатный текст в рукописный, но и анализ и выявление нейронных сетей подходящих для генерации рукописных последовательностей.


[bookmark: _Toc8237764][bookmark: _Toc8238010][bookmark: _Toc8238186]Обзор литературы
В силу того, что задача автоматизированной генерации рукописных текстов не является широко распространенной, поиск литературы и ресурсов по данной теме оказался затруднительным. Прежде всего были изучены и опробованы существующие программы [3] и [4]. 
Далее, в силу предположения, что существующие программные продукты работают с использованием сверточных нейронных сетей (предположение выдвинуто в силу внешнего вида результата, полученного в ходе работы программы) было рассмотрено пособие о данном виде нейронных сетей для начинающих [1]. Для более глубокого понимания архитектуры сверточных нейронных сетей, их достоинствах, недостатках и особенностях применения можно ознакомиться в [2].
В поисках улучшенного алгоритма автоматизированной генерации была найдена статья [9], в которой для решения данной задачи используется глубокая рекуррентная нейронная сеть. Для подробного ознакомления с данным видом нейронных сетей использовалась книга [5], которая подробно описывает архитектуру и программную реализацию рекуррентных нейронных сетей. Более того изучена статья [6], описывающее использование и тонкости работы с рекуррентными нейронными сетями в случаях генерации текстовых и рукописных последовательностей.
Одним из следующих шагов стало исследование долгой краткосрочной памяти (LSTM) как подвида рекуррентных нейронных сетей. Для поставленной цели велось ознакомление с [7] и [8].
Последним шагом стал подбор подходящей базы данных для тренировки и работы полученного программного продукта. Среди множества вариантов была выбрана база данных IAM Online database, о которой можно узнать в электронном ресурсе [10].

[bookmark: _Toc8237765][bookmark: _Toc8238011][bookmark: _Toc8238187]Глава 1. Обзор нейронных сетей
[bookmark: _Toc8237766][bookmark: _Toc8238012][bookmark: _Toc8238188]1.1 Сверточные нейронные сети
Сверточная нейронная сеть – это нейронная сеть, состоящая из нескольких слоев. Ими являются: сверточные слои (convolutional layers), субдискретизирующие слои (subsampling layaers) и слои персептрона (которые также называют слоями «обычной» нейронной сети). Сверточные и субдискретизирующие слои чередуются между собой и создают входной вектор признаков для многослойного перцептрона (см. рис. 1)[1]. 

[image: ]
Рис. 1 «Архитектура сверточной нейронной сети»

Особенность сверточной нейронной сети состоит в наличии, так называемого «ядра свертки», которое для различных нейронов входного слоя одинаково. Ядро свертки – это матрица весов, которая «двигается» по обрабатываемому слою, формируя после каждого сдвига сигнал активации для нейрона следующего слоя с аналогичной позицией. Для лучшего результата обучения часто «ядра свертки» не задаются программистом заранее, а получаются самостоятельно в ходе обучения нейронной сети с помощью метода обратного распространения ошибки.
Сформированные ядром свертки карты признаков уменьшаются в размере с помощью операции субдискретизации (или операции подвыборки). Эти изменения происходят за счет того, что в сверточных нейронных сетях факт наличия искомого признака доминирует над точной информацией о его положении [2].
В качестве функции активации в одноименном слое выбирают как гиперболический тангенс, так и простую сигмоиду. В наше время широкое применяется функция ReLU (rectified linear unit) в силу того, что она позволяет упростить вычисления, а, следовательно, сократить время обучения.
Сверточные нейронные сети обеспечивают частичную устойчивость к следующим искажениям: смещениям, поворотам, изменениям масштаба, смене ракурса. Данные особенности архитектуры делают сверточную нейронную сеть хорошим инструментом для задачи распознавания изображений. 

[image: ]
Рис. 2 «Результаты работы программы «HandWriter»»

Сверточные нейронные сети – зачастую основной инструмент существующих программных средств для автоматизированной генерации текста. Текст (печатный и рукописный) представляется в виде изображений. Однако, как отмечалось ранее, результаты, полученные таким образом, не обладают желаемой естественностью и точностью, а соединения между буквами прорабатываются с помощью добавления шумов (см. рис. 2) [3], [4].

[bookmark: _Toc8237767][bookmark: _Toc8238013][bookmark: _Toc8238189]1.2 Рекуррентные нейронные сети
Рекуррентные нейронные сети (RNN) представляют собой богатый класс динамических моделей, которые используются для генерации последовательностей в таких разных областях, как музыка, текст и данные захвата движения. RNN могут быть обучены для генерации последовательностей путем обработки последовательностей реальных данных по одному шагу за раз и прогнозирования того, что будет дальше. Предполагая, что прогнозы являются вероятностными, новые последовательности могут быть сгенерированы из обученной сети путем итеративной выборки из выходного распределения сети, а затем подачи выборки в качестве входных данных на следующем шаге. Хотя сама сеть является детерминированной, стохастичность, введенная при отборе выборок, вызывает распределение по последовательностям [5]. Это распределение является условным, поскольку внутреннее состояние сети и, следовательно, ее прогнозное распределение зависят от предыдущих входных данных. 
Рекуррентные нейронные сети «нечеткими» в том плане, что они не используют точные шаблоны из данных для обучения, чтобы предсказать, а скорее используют многомерную интерполяцию между примерами обучения. Рекуррентные нейронные сети, в отличие от шаблонных, сложным путем синтезируют и восстанавливают обучающие данные и редко генерируют одни и те же вещи дважды. Более того, нечеткие предсказания не страдают от «проклятия размерности», и поэтому они намного лучше подходят для моделирования реальных или многомерных данных, чем точные совпадения (см. рис. 3).


[image: ]
Рис. 3 «Архитектура рекуррентной нейронной сети»

То, что рекуррентные нейронные сети дают хорошие результаты при работе с различными последовательностями обусловлено особенностями их архитектуры. Рекуррентные нейронные сети (Recurrent Neural Networks, RNN) – это сети, содержащие обратные связи и позволяющие сохранять информацию. Рекуррентную сеть можно рассматривать, как несколько копий одной и той же сети, каждая из которых передает информацию последующей копии. Если ее развернуть, то мы увидим, что RNN напоминают цепочку (см. рис. 4). Это и говорит о том, что они тесно связаны с последовательностями и списками. Таким образом, RNN – самая естественная архитектура нейронных сетей для работы с данными такого типа [6].

[image: ]
Рис. 4 «Представление рекуррентной нейронной сети в виде последовательности»


[bookmark: _Toc8237768][bookmark: _Toc8238014][bookmark: _Toc8238190]1.3. Долгая краткосрочная память (LSTM)
Долгосрочная кратковременная память (LSTM – Long short-term memory) - это архитектура RNN, предназначенная для улучшенного хранения и доступа к информации, чем стандартные RNN, т.к. она способна к обучению долговременным зависимостям. 
LSTM-модуль – это рекуррентный модуль сети, способный запоминать значения как на короткие, так и на длинные промежутки времени. Ключом к данной возможности является то, что LSTM-модуль (см. рис. 5) не использует функцию активации внутри своих рекуррентных компонентов. Таким образом, хранимое значение не размывается во времени, и градиент или штраф не исчезает при использовании метода обратного распространения ошибки во времени при тренировке сети [7].
[image: ]
Рис. 4 «Клетка долгой краткосрочной памяти»

Состояние ячейки похоже на конвейерную ленту (см. рис. 5), которая проходит напрямую через всю цепочку и участвует лишь в некоторых линейных преобразованиях. По ней информация может течь без препятствий и не подвергаться никаким изменениям. Однако LSTM может удалять информацию из состояния ячейки. Причем операция удаления регулируется особыми структурами, которые называются фильтрами (gates) (см. рис. 6) [8].
[image: ]
Рис. 5 «Состояние ячейки – конвейерная лента»
Основой фильтрации являются некоторые условия, которые позволяют пропускать информацию. Они состоят из двух объектов. Ими являются слой сигмоидальной нейронной сети и операция поточечного умножения. Сигмоидальный слой возвращает числа от нуля до единицы, которые обозначают, какую долю каждого блока информации следует пропустить дальше по сети. Ноль в данном случае означает “не пропускать ничего”, единица – “пропустить все”. В LSTM включает в себя три фильтра, которые позволяют контролировать и защищать состояние ячейки.

[image: ]
Рис. 6 «Фильтр в LSTM»

LSTM сейчас дает самые передовые результаты в различных задачах обработки последовательности, включая распознавание речи и почерка. 
[bookmark: _Toc8237769][bookmark: _Toc8238015][bookmark: _Toc8238191]
Глава 2. Сеть прогнозирования
В силу причин, приведенных в главе 1 (1.1. Сверточные нейронные сети), сверточные нейронные сети в этой и последующих главах не берутся в рассмотрение.
[bookmark: _Toc8237770][bookmark: _Toc8238016][bookmark: _Toc8238192]2.1. Рекуррентная нейронная сеть
На рис. 7 изображена рекуррентная нейронная сеть прогнозирования. Входная векторная последовательность  (1) передается через взвешенные соединения в стек из N рекуррентно связанных скрытых слоев, чтобы сначала вычислить скрытые векторные последовательности  (2), а затем выходную векторную последовательность  (3).
[image: ]
Рис. 7 «Архитектура рекуррентной нейронной сети, где круги представляют собой слои сети, сплошные линии – взвешенные связи, а пунктирные – прогнозы»
                                                   (1)
                                                (2)
                                                   (3)
Каждый выходной вектор  используется для того, чтобы параметризовать прогнозирующее распределение  по всем возможным входам . Первый элемент  каждой входной последовательности всегда является нулевым вектором, все записи которого равны нулю; следовательно, сеть генерирует прогноз для первого реального входа  без предварительной информации. Сеть является «глубокой» как в пространстве, так и во времени, в том смысле, что на каждый фрагмент информации, проходящий либо вертикально, либо горизонтально через вычислительный граф, будут воздействовать многочисленные последовательные весовые матрицы и нелинейности [9].
Необходимо обращать внимание на «пропуск соединений» от входов ко всем скрытым слоям и от всех скрытых слоев к выходам. Это значительно облегчает процесс обучения для глубоких сетей, уменьшая количество этапов обработки между дном сети и верхом и, таким образом, смягчая проблему исчезающего градиента. В особом случае, когда , архитектура сводится к обычному одноуровневой RNN (recurrent neural network – рекуррентной нейронной сети) с прогнозированием следующего шага. Активации скрытого слоя вычисляются путем итерации следующих уравнений от  до  и от  до :



где  – весовые матрицы (например,  – весовая матрица, соединяющая входы с -м скрытым слоем,  – рекуррентное соединение на первом скрытом слое и т.д.),  – вектора смещения (bias vector),   – функция скрытого слоя.
С учетом скрытых последовательностей, выходные последовательности рассчитываются следующим образом:



где  – функция выходного слоя. Таким образом, вся сеть определяет функцию, параметризованную весовыми матрицами, от входных историй  до выходных векторов .
Выходные векторы  используются для того, чтобы параметризовать прогнозирующее распределение  для следующего входа. Форма  должна быть подобрана осознанно, опираясь на входные данные. В частности, нахождение подходящего прогнозирующего распределения для многомерных реальных данных (обычно упоминается как «моделирование плотности») может быть довольно затруднительным.
Вероятность, заданная сетью для входной последовательности :



а потери последовательности  используемой для того, чтобы обучить сеть, являются отрицательным логарифмом от :

                       (4)  
                           
Частные производные потерь по весам сети могут быть эффективно рассчитаны с обратным распространением ошибки во времени, примененным к графу вычислений, показанному на рис. 7, и сеть затем может быть обучена с помощью алгоритма градиентного спуска.

[bookmark: _Toc8237771][bookmark: _Toc8238017][bookmark: _Toc8238193]2.2 Долгая краткосрочная память (LSTM)
В большинстве RNN функция  скрытого слоя является поэлементным применением сигмоидальной функции. Для версии LSTM  реализована с помощью следующей составной функции:







Где  – функция логистической сигмоиды, а и  – соответственно входные векторы активации для входного фильтра, пропускающего фильтра, т.е. фильтра, который способен удалять информацию из состояния ячейки, выходного фильтра, а также ячейки и входа в ячейку (input gate, forget gate, output gate, cell and cell input), каждый из которых имеет тот же размер, что и скрытый вектор .
В оригинальном алгоритме LSTM используется специально разработанный расчет приблизительного градиента, который позволяет обновлять веса после каждого временного шага. Однако вместо этого полный градиент может быть рассчитан с обратным распространением ошибки во времени, метод, который будет использоваться далее [10]. 
Одна из трудностей при обучении LSTM с полным градиентом состоит в том, что производные иногда становятся чрезмерно большими, что приводит к численным проблемам. Чтобы предотвратить это можно обрезать производную потерь по отношению к выходам сети в слои LSTM (до применения функций сигмоида и гиперболического тангенса), чтобы они находились в заранее определенном диапазоне.

[bookmark: _Toc8237772][bookmark: _Toc8238018][bookmark: _Toc8238194]2.3 Прогнозирование текстовых данных
Текстовые данные являются дискретными и обычно представляются в нейронных сетях с использованием входных векторов «onehot» [9]. То есть, если всего имеется  текстовых классов, а класс  вводится в нейронную сеть момент времени , то  является вектором длины , все записи которого равны нулю, кроме -й, которая равна единице. , следовательно, является полиномиальным распределением, которое можно естественным образом параметризовать с помощью функции softmax на выходном уровне:

При подстановке полученного выражения в уравнение (4) получим:


Единственное, что еще предстоит решить – какой набор классов использовать. В большинстве случаев прогнозирование текста (обычно называемое языковым моделированием) выполняется на уровне слов. , следовательно, – количество слов в словаре. Такая установка может быть проблематичной для реальных задач, где количество слов (включая множество вариантов спряжений, собственные имена и т. д.) часто превышает 100,000. Помимо того, что для моделирования требуется множество параметров, наличие большого количества классов требует огромного количества обучающих данных, чтобы адекватно охватить возможные контексты для слов. В случае моделей softmax еще одной трудностью является высокая вычислительная стоимость оценки всех показателей во время обучения (хотя было разработано несколько методов, делающих обучение больших слоев softmax более эффективным: древовидные модели, низко ранговые приближения и стохастические производные) [11]. Кроме того, модели на уровне слов не применимы к текстовым данным, содержащим неречевые строки, такие как многозначные числа или веб-адрес.
Недавно было рассмотрено моделирование языка на уровне символов с помощью нейронных сетей. В ходе исследования обнаружено, что такой подход дает несколько худшую производительность, чем эквивалентные ему способы моделирования на уровне слова. Тем не менее, прогнозирование одного символа за раз является более интересным с точки зрения генерации последовательностей, поскольку позволяет сети изобретать новые слова и строки.
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Глава 3. Использование IAM Online Database 
IAM Online Database – база данных рукописных онлайн-документов (так называемый «online handwriting») с различным содержанием, таким как текст, рисунки, диаграммы, формулы, таблицы, списки и маркировки. Он был разработан, чтобы служить стандартным набором данных для разработки, обучения, тестирования и сравнения методов в области анализа рукописных документов [12]. 
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1. «Online handwriting» базы данных, в отличие от обычных баз данных рукописного ввода, записывают рукописный текст в виде последовательности координат кончика пера. В обычных базах данных доступны только результаты в виде изображения страниц.
2. «Online handwriting» базы данных обладают низкой размерностью – два действительных числа на одну точку данных.
3. «Online handwriting» базам данных присуща простота визуализации.
[bookmark: _Toc8237775][bookmark: _Toc8238021][bookmark: _Toc8238197]3.2 Цели создания IAM Online Database
Цель базы данных – в первую очередь служить набором данных для анализа и разработки методов анализа различных типов контента в рукописных онлайн-документах. Во-вторых, они должны помочь в распознавании аннотации документа. Из этого вытекают два требования: необходимость в разных типах контента и необходимость аннотирования документов. Эти аннотации называют маркировкой, чтобы избежать путаницы с основополагающими аннотациями InkML (это разметка на языке XML, используемая для ввода данных с помощью стилуса или электронной ручки). 
Общеизвестно, что все устройства распознавания рукописного ввода, такие как нейронные сети, машины опорных векторов или скрытые марковские модели, должны пройти обучение. Обычный опыт показывает, что чем больше тренировочный набор, тем лучше работает распознаватель. Однако получение больших объемов обучающих данных является трудоемким процессом, который имеет явные ограничения. Поэтому важно, чтобы существующие базы данных для обучения и тестирования были доступны для исследовательского сообщества. На сегодняшний день немногие базы данных обладают перечисленными выше свойствами. Например, база данных UNIPEN – это большая база данных почерка в Интернете. Она содержит в основном отдельные символы, отдельные слова и несколько предложений по нескольким темам. Другая онлайновая база данных слов – IRONOFF. Она также содержит отсканированные изображения рукописных слов [13].
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Интерфейс e-Beam используется для записи почерка пользователя. Это позволяет создателям писать на доске обычной ручкой в специальном корпусе, который отправляет инфракрасные сигналы на треугольный приемник, установленный в одном из углов доски. Интерфейс получения выводит последовательность координат, представляющих местоположение кончика пера, вместе с отметкой времени для каждого местоположения (см. рис. 8). Маркировка данных является предпосылкой для экспериментов по распознаванию. Она выполнена автоматически, потому что маркировка дорогая, отнимает много времени и подвержена ошибкам [14].
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Рис. 8 «Создание IAM Online Database»
Во время записи оператор наблюдает полученные данные с помощью специального программного обеспечения для записи. Программное обеспечение сначала загружает транскрипцию ASCII текста для записи. Пока писатель воспроизводит рукописный текст, оператор корректирует перевод строки во время записи. Он или она также может вносить исправления, если рукописный текст не соответствует печатному тексту, например, если автор пропускает некоторые слова. На рис. 9 показан снимок экрана интерфейса. Произведенная оператором в нижнем окне транскрипция сохраняется вместе с записанными онлайн-данными в одном xml-файле.
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Рис. 9 «Программное представление рукописного ввода и ASCII транскрипции»

Необработанные данные, хранящиеся в одном xml-файле (см. рис. 10), обычно содержат несколько последовательных строк текста. Для распознавателя и экспериментов текст разбивается на отдельные строки. Процесс линейной сегментации онлайновых данных руководствуется эвристическими правилами. Если есть движение ручки влево и вертикально вниз, которое превышает предварительно определенный порог, начинается новая строка. Этот метод успешен на более чем 99% текстовых форм. Есть только два случая, когда строка слишком короткая, и несколько случаев: когда писатель перемещался вперед и назад по разным текстовым строкам, чтобы отобразить i-точку. Чтобы гарантировать, что автоматическая сегментация линии была выполнена правильно, результирующие строки проверяются оператором и исправляются при необходимости. Последовательные линии выделяются на экране разными цветами, чтобы можно было легко обнаружить ошибку.
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Рис. 10 «Представление буквы в формате XML и в виде символа в ASCII»
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Основной проблемой при применении сети прогнозирования к данным рукописного ввода (а именно к «online handwriting» базе данных) является определение прогнозирующего распределения, подходящего для реальных данных. Более того, нужно учитывать не только многообразие стилей письма, вариации наклона и размера строки и каждой буквы в отдельности, а также ошибки, полученные при записи (см. рис. 11). Решением данной проблемы является сеть со смешанной плотностью (Mixture Density Network или MDN) [15].
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Рис. 11 «Многообразие стилей письма, содержащихся в базе данных»

Сеть со смешанной плотностью (MDN) представляет собой интересный модельный формализм, построенный в общих рамках нейронных сетей и теории вероятностей для работы над контролируемыми проблемами обучения, в которых целевая переменная не может быть легко аппроксимирована одним стандартным распределением вероятности. По сути, MDN позволяет моделировать условное распределение вероятностей  как смесь распределений, в которой отдельные распределения и соответствующие коэффициенты смеси параметризуются функциями входов , т.е. идея MDN заключается в использовании выходов нейронной сети для параметризации распределения смеси. 
Более конкретно, мы можем построить MDN, создав нейронную сеть для параметризации смешанной модели, состоящей из некоторых предопределенных типов распределений. Подмножество выходов используется для определения весов смеси, а остальные выходы используются для параметризации отдельных компонентов смеси. Весовые выходы смеси нормализуются с помощью функции softmax, чтобы гарантировать, что они формируют действительное дискретное распределение, а другие выходы пропускаются через подходящие функции, чтобы сохранить их значения в значимом диапазоне (например, экспоненциальная функция обычно применяется к выходам, используемым в качестве параметров шкалы, которые должны быть положительными). MDN обучается путем максимизации логарифмической плотности вероятности целей при индуцированных распределениях. Важно, что плотности нормированы (с точностью до фиксированной константы) и поэтому их легко дифференцировать и выбирать несмещенный образец («unbiased sample»), в отличие от других неориентированных моделей.
Mixture density outputs могут также использоваться с рекуррентными нейронными сетями. В этом случае распределение выхода обусловлено не только текущим входом, но и историей предыдущих входов. Интуитивно понятно, что количество компонентов – это количество вариантов, которые сеть имеет для следующего выхода с учетом входных данных.
Для экспериментов с почерком в этой статье базовая архитектура RNN и уравнения обновления остаются неизменными из Главы 2. Каждый входной вектор  состоит из действительной пары , которая определяет смещение пера от предыдущего ввода, наряду с двоичным  имеет значение 1, если вектор завершает черту (то есть, если ручка была снята с доски до того, как был записан следующий вектор), и значение 0 в противном случае. Смесь двумерных гауссианов использовалась для предсказания , в то время как распределение Бернулли использовалось для . Следовательно, каждый выходной вектор  состоит из вероятности конца хода , а также набора средних , стандартных отклонений , корреляций  и весов смеси  для  компонентов смеси. То есть




Важно, что среднее значение и стандартное отклонение являются двумерными векторами, тогда как вес компонента, корреляция и вероятность конца хода являются скалярными. Векторы  получены из выходов сети , где


получаем:





Плотность вероятности следующего входного значения  при заданном выходном векторе  определяется следующим образом:



где



Теперь определить потерю последовательности (с точностью до константы, которая зависит только от количественного определения данных и не влияет на обучение сети):


На рис. 12 представлена верхняя тепловая карта. Она показывает последовательность распределений вероятностей для предсказанных местоположений пера при написании слова «under». Плотности для последовательных предсказаний суммируются, давая высокие значения там, где распределения перекрываются. 
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Рис. 12 «Тепловая карта»

На карте плотности видны два типа прогноза: маленький капли, которые пишут буквы, являются предсказаниями во время написания штрихов, три больших капли являются предсказаниями на концах штрихов для первой точки в следующем штрихе [9]. Прогнозы конца хода имеют гораздо большую дисперсию, потому что положение пера не было записано, когда оно находилось вне доски, и, следовательно, между концом одного удара и началом следующего может быть большое расстояние.



[bookmark: _Toc8237778][bookmark: _Toc8238024][bookmark: _Toc8238200]Глава 4. Синтез рукописного текста
Синтез почерка – это создание почерка для заданного печатного текста. Очевидно, что сети прогнозирования, описанные ранее (см. Глава 2) не могут ничего синтезировать, т.к. нет способа ограничить то, какие буквы пишет сеть. В данной главе будет введено дополнение, которое позволит сети прогнозирования генерировать последовательности данных, обусловленные некоторой символьной строкой. 
Основная проблема в прогнозировании текстовых данных состоит в том, что две последовательности (последовательность печатных и рукописных символов) имеют очень разную длину. Если выстроить написанный от руки текст в одну строку и сопоставить его с печатным текстом того же содержания, то длина рукописного текста превзойдет длину печатного в среднем в 25 раз. Более того, выравнивание между ними неизвестно до тех пор, пока не будут сгенерированы данные. Это связано с тем, что количество координат, используемых для написания каждого символа, сильно варьируется в зависимости от стиля, размера, скорости письма и т. д. Единственной моделью нейронной сети, способной делать последовательные предсказания на основе двух последовательностей различной длины и неизвестного выравнивания, является преобразователь RNN. Однако такой способ редко дает хороший результат. Дело в том, что преобразователь использует два отдельных RNN для обработки двух последовательностей, а затем объединяет их выходные данные для принятия решений, но известно, что лучший результат достигается при работе только с одной сетью [9].
 Альтернативной моделью является такая модель, в которой «мягкое окно» сворачивается с текстовой строкой и подается в качестве дополнительного входа в сеть прогнозирования. Параметры окна выводятся сетью в то же время, когда оно делает прогнозы, так что оно динамически определяет выравнивание между текстом и местоположением пера. Проще говоря, он учится решать, какой символ писать дальше.
На рис. 13 представлена сетевая архитектура, используемую для синтеза почерка. В ней, как и в сети прогнозирования, скрытые слои накладываются друг на друга, каждый из которых подается на уровень выше. От входов ко всем скрытым слоям и от всех скрытых слоев к выходам пропускаются соединения. Разница заключается в добавленном вводе из последовательности символов, подаваемых в слой окна.
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Рис. 13 «Архитектура нейронной сети синтеза, где круги представляют собой слои сети, сплошные линии – взвешенные связи, а пунктирные – прогнозы. дополнительный ввод из последовательности символов , представлен скрытым слоям через слой окна (с задержкой соединения с первым скрытым слоем, чтобы избежать цикла на графике).»

При заданной последовательности символов  длины  и последовательности данных  длины  мягкое окно  в  на временном шаге  определяется следующей дискретной сверткой со смесью  гауссовых функций




где  – вес окна  на временном шаге . Интуитивно понятно, что параметры  управляют местоположением окна, параметры  управляют шириной окна, а параметры  управляют важностью окна в смеси. Размер векторов мягкого окна совпадает с размером векторов символов  (при условии, что используется «onehot» кодирование, это будет количество символов в алфавите). Смесь окон не нормирована и, следовательно, не определяет распределение вероятностей; однако вес окна  можно свободно интерпретировать как убеждение сети в том, что она пишет символ  в момент времени. 
Размер  вектора p параметров окна определяется следующим образом по выходам первого скрытого слоя сети:






Следует отметить, что параметры местоположения  определены как смещения от предыдущих местоположений , и что размер смещения ограничен, чтобы быть больше нуля. Интуитивно это означает, что сеть узнает, как далеко скользит каждое окно на каждом шаге, нежели абсолютное местоположение. Использование смещений важно для того, чтобы заставить сеть выровнять текст по трассировке пера.
Векторы  передаются во второй и третий скрытые слои в момент времени  и первый скрытый слой в момент времени  (чтобы избежать создания цикла на графике обработки) [9]. Уравнения обновления для скрытых слоев




Последовательность потерь:

где

Заметим, что  теперь такая , как и . 
Принимая во внимание производную потерь   по отношению к вектору окна   размера , полученную путем обратного распространения выходных производных по графу вычислений на рис. 11, производные по параметрам окна выглядят следующим образом:














 


[bookmark: _Toc8237779][bookmark: _Toc8238025][bookmark: _Toc8238201]Глава 5. Программная реализация
[bookmark: _Toc8237780][bookmark: _Toc8238026][bookmark: _Toc8238202]5.1 Основные инструменты
Для реализации изложенного материала в виде программного продукта использовался язык программирования «Python». На сегодняшний день данный язык является самым используемым для работы с нейронными сетями и не только, т.к. именно в «Python» существует несколько библиотек и фреймворков для машинного обучения (например, «scikit-learn»). 
Однако в данной реализации использована библиотека «Tensorflow». Это библиотека для машинного обучения, находящаяся в свободном доступе, которая была разработана компанией «Google». «Tensorflow» служит для решения задач как построения, так и тренировки нейронных сетей и позволяет достичь качество человеческого восприятия. Однако для использования «Tensorflow» не подходят новые версии языка «Python» (на данный момент поддерживается версиями языка ниже 3.7), поэтому работа проводилась с «Tensorflow» версии 1.6.0 и версией языка «Python» 3.5.

[bookmark: _Toc8237781][bookmark: _Toc8238027][bookmark: _Toc8238203]5.2 Тренировка сети
Для более эффективного обучения была проведена предварительная подготовка данных. В IAM Online Database xml-файлы и ascii-файлы хранятся в отдельных папках, сопоставляясь друг другу. Таких Папок в базе более 150 штук, что значительно затрудняет доступ к хранящимся внутри данным. Для облегчения задачи все xml-файлы и ascii-файлы были помещены в два NumPy массива (т.е.  в файлы с расширением *.numpy). NumPy массив – это массив библиотеки NumPy (языковая библиотека, обеспечивающая поддержку больших массивов и матриц), который в свою очередь сохраняет данные для восстановления массива в любой программе на любом компьютере.
[bookmark: _GoBack]Обучение проводилось на GPU (graphic processing unit) и заняло около суток. При тренировке на CPU процесс длился больше двух недель. Программа остановила свое обучение на числе шагов около 15000. Под шагами подразумевается один проход одного batch. Проход всех данных называется эпохой, однако принято делить данные на подгруппы с определенным размером – batch_size, который можно определить вручную случайно или исходя из каких-либо соображений. В данном случае данные при первом проходе разбивались на подгруппы, где batch_size был равен 32, а в дальнейшем размер увеличивался в 2 раза.
После тренировки запускается программа, в которой в сеть передается печатный текст. Результатом ее работы является файл формата SVG, где заданный печатный текст воспроизводится программой в виде образца рукописного текста.

[bookmark: _Toc8237782][bookmark: _Toc8238028][bookmark: _Toc8238204]5.3 Проблемы RNN
В ходе реализации глубокой рекуррентной нейронной сети возникли проблемы. На рис. 15 видно, что программа не достигла желаемого результата на входных данных, которые можно увидеть на рис. 14. Дело в том, что рекуррентные нейронные сети запоминают мало данных. Они могут обучиться использованию информации из прошлого, в том случае, когда дистанция между актуальной информацией и местом, где она понадобилась, невелика. По мере роста этого расстояния, RNN теряют способность связывать информацию. Другими словами, рекуррентная нейронная сеть работает только на последних нескольких вводах. Поэтому часто RNN сложно обучить, что и получилось в данном эксперименте.

[image: ]
Рис.14 «Входные данные»
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Рис. 15 «Результат работы рекуррентной нейронной сети»

Для обхода этой проблемы предлагается введение шума в прогнозы до подачи их обратно в модель, тем самым увеличивая устойчивость модели к неожиданным данным. Однако более приемлемым способом является использование LSTM, т.к. долгая краткосрочная память способна к обучению долговременным зависимостям (см. Глава 1, пункт 1.3), поэтому при использовании LSTM трудно столкнуться с похожей проблемой.
Таким образом, была реализована глубокая рекуррентная нейронная сеть со скрытыми слоями долгой краткосрочной памяти. На рис. 16 представлены результаты ее работы с теми же входными данными (см. рис. 14). Другие примеры выводом программы можно увидеть в приложении.
[image: ]

Рис. 16 «Результаты работы глубокой RNN со скрытыми слоями LSTM»


[bookmark: _Toc8237783][bookmark: _Toc8238029][bookmark: _Toc8238205]5.4 Выводы
Таким образом, проведенные эксперименты показывают целесообразность использования для решения задачи автоматизации рукописного текста рекуррентной нейронной сети со скрытыми слоями (RNN) долгой краткосрочной памяти (LSTM), а не просто рекуррентной нейронной сети. Полученные с помощью такой архитектуры результаты идентичны человеческому почерку и в отличие от многих существующих программ сохраняют естественность не только написания символов, но и их соединений. 


[bookmark: _Toc8237784][bookmark: _Toc8238030][bookmark: _Toc8238206]Заключение
Несмотря на хорошие результаты реализованного программного продукта и преимущество представление печатного и рукописного текста в виде последовательности, а не в виде картинок, у решения поставленной задачи все же существуют некоторые проблемы. 
Существуют различные типы ввода текстовых данных для создания обучающей базы. Сбор различных почерков можно проводить не только на специализированном оборудовании (см. Глава 3, пункт 3.3), но и на умных досках и графических планшетах. Аналогов базы данных IAM Online Database на кириллице найти не удалось, а для создания собственной необходима программа-трекер, отслеживающая положение пера в каждый момент времени, записывающая полученные данные в файл формата XML. Компания «Luidia» для своей продукции «e-Beam» [16] производит программное обеспечение, позволяющее получать данные описанным образом, однако их программы-трекеры не совместимы с планшетами и досками других марок. Поэтому для создания базы данных с образцами собственного почерка или на любом языке мира помимо английского, не имея в своем распоряжении инструментов «e-Beam», нужно писать свое программное обеспечение.
Таким образом, в дальнейшем будет получена база письменных данных на кириллице посредством написания программы-трекера для графического планшета. Уже имеющуюся нейронную сеть можно будет обучить и использовать для генерации рукописных текстов на русском языке.

[bookmark: _Toc8237785][bookmark: _Toc8238031][bookmark: _Toc8238207]Приложение
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Рис. 1 «Входные данные 1»
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Рис. 2 «Результат 1»
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Рис. 3 «Входные данные 2»
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Рис. 4 «Результат 2»
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Рис. 5 «Входные данные 3»
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Рис.6 «Результат 3»
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